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Repensando a gestão com IA
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Editorial
QUEM ESTÁ NO COMANDO DA INTELIGÊNCIA ARTIFICIAL?

Pesquisa global da McKinsey revela que apenas 6% das organizações consultadas podem ser classificadas 
como de alto desempenho em inteligência artificial (IA)1. Segundo o levantamento, essas organizações 
se destacam pela maior propensão a redesenhar processos de trabalho, envolver a liderança, mensurar 
resultados e gerenciar os riscos associados à IA. Os achados suscitam questões que ganham importância 
à medida que a tecnologia participa de deliberações estratégicas e operacionais. Como assegurar que as 
decisões apoiadas por IA estejam alinhadas à estratégia das organizações? Como evitar que a confiança ou 
a desconfiança excessiva nos agentes de IA comprometa o trabalho das equipes? Como lidar com os riscos 
e as consequências do uso de IA?

Esta edição da GV-executivo reúne cinco artigos que exploram esses desafios. A partir de uma revisão 
sistemática da literatura, Rodrigo Rocha Gimenez mostra como recomendações algorítmicas podem entrar 
em conflito com objetivos estratégicos e aponta caminhos para identificar e mitigar esses desalinhamentos. 
Antonio Catharino e Renato José de Souza provocam o leitor a enxergar a IA como espelho organizacional, 
capaz de trazer à tona incoerências estratégicas, fragilidades decisórias e responsabilidades difusas, e, 
assim, abrir oportunidades para repensar a liderança e a governança.

Em pesquisa com executivos brasileiros, Leonardo Bertolucci Coelho, Juan Pablo D. Boeira, Luiza Bonin 
e André Carlos Ponce de Leon Ferreira de Carvalho identificam fricções humanas e organizacionais que 
dificultam a adoção de agentes de IA e estruturam um modelo para orientar intervenções ao longo do 
processo de implementação. Christiano A. Ranoya propõe uma ferramenta para ajudar gestores a calibrar a 
automação no relacionamento com os clientes, antecipando sinais de comprometimento da confiança e da 
lealdade. Fechando o caderno especial, Suely Fischer Omura e Vanessa Martins dos Santos ampliam o olhar 
para os efeitos colaterais da IA sobre indivíduos, organizações e sociedade, sistematizando riscos éticos, 
cognitivos e estruturais e recomendações para mitigá-los.

Na mesma toada do caderno especial, os dois artigos que completam esta edição apresentam uma visão 
crítica sobre os critérios e as práticas que fundamentam as decisões de gestão. Vitor da Cunha Silveira, 
Eliane Pereira Zamith Brito e Luís Alexandre Grubits de Paula Pessôa questionam a suficiência das métricas 
de alcance e engajamento para a escolha de influenciadores. A partir de um relato de intervenção no setor 
de cosméticos, os autores desenvolvem um método que combina IA, análise semiótica e teoria dos campos 
de Bourdieu para apoiar essa escolha, considerando as narrativas que a marca pretende construir e quem 
tem legitimidade para sustentá-las. Iago Whately, por sua vez, chama a atenção para uma contradição no 
mercado financeiro: enquanto gestores de fundos de investimento avaliam a governança das empresas em 
que investem, a governança dos próprios fundos recebe menos atenção. A partir de uma revisão sistemática 
da literatura, o autor elabora uma ferramenta organizada em seis pilares para aprimorar essa governança, 
como foco no alinhamento de incentivos, monitoramento e na prestação de contas. 

Boa leitura!
Adriana Wilner | Coeditora-chefe

NOTA

1.  Tinkoff, D., Veken, L. Van der, Chui, M., & Balakrishnan, T. (2026). The state of AI in 2026: On the road to ROI. McKinsey & Company.
https://www.mckinsey.com/capabilities/quantumblack/our-insights/the-state-of-ai
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Resumo
Objetivo: identificar na literatura como a inteligência artificial 
(IA) pode gerar previsões e recomendações incoerentes com os 
objetivos estratégicos das organizações e sintetizar evidências sobre 
problemas, causas, consequências e formas de mitigação desses 
desalinhamentos. 

Estado da arte: a produção acadêmica sobre IA aplicada à estratégia 
cresceu, mas tende a enfatizar ganhos de eficiência e ainda dedica 
pouca atenção aos conflitos entre previsões algorítmicas e metas 
estratégicas de longo prazo.

Escopo: foi realizada revisão sistemática de 337 artigos (1978–2025), 
com aprofundamento na análise de 36 estudos que descrevem 
desalinhamentos entre previsões algorítmicas e objetivos estratégicos.

Originalidade: o estudo sistematiza os desalinhamentos entre IA 
e estratégia em um framework que integra problemas, causas, 
consequências e mecanismos de mitigação.

Impacto: o artigo oferece um referencial para que organizações 
diagnostiquem riscos de desalinhamento, revisem métricas e adotem 
mecanismos de governança, supervisão e monitoramento orientados 
aos objetivos de longo prazo.

Palavras-chave: inteligência artificial, formulação de estratégia, 
execução de estratégia, monitoramento da estratégia.

ODS: 8 – Trabalho decente e crescimento econômico, 9 – Indústria, 
inovação e infraestrutura.

Objective: To identify in the literature how Artificial Intelligence (AI) 
can generate predictions and recommendations that are inconsistent 
with organizations’ strategic objectives and to synthesize evidence 
on the problems, causes, consequences, and ways to mitigate these 
misalignments.

State of the art: Academic output on AI applied to strategy has grown, 
but it tends to emphasize efficiency gains and still devotes limited 
attention to conflicts between algorithmic predictions and long-term 
strategic goals.

Scope: A systematic literature review of 337 articles (1978–2025) was 
conducted, followed by an in-depth analysis of 36 studies describing 
misalignments between algorithmic predictions and strategic 
objectives.

Originality: The study organizes AI–strategy misalignments into a 
framework integrating problems, causes, consequences, and mitigation 
mechanisms.

Impact: The study provides a reference for organizations to diagnose 
misalignment risks, review metrics, and adopt governance, oversight, 
and monitoring mechanisms oriented toward long-term objectives.

Keywords: artificial intelligence, strategy formulation, strategy 
execution, strategy monitoring.

SDGs: 8 – Decent work and economic growth;  9 – Industry, innovation 
and infrastructure.

ABSTRACT

U
ma empresa utiliza um sistema de in-
teligência artificial (IA) para apoiar de-
cisões estratégicas. Com base no histó-
rico dos últimos três anos, o algoritmo 
recomenda cancelar o desenvolvimen-

to de um produto premium diante da queda da 
demanda. A recomendação parece consistente 
com os dados disponíveis, mas entra em confli-
to com a estratégia corporativa de longo prazo, 
voltada ao posicionamento em um segmento 
de maior valor agregado e ao fortalecimento da 
diferenciação competitiva. 
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Esse exemplo ilustra o desafio de traduzir previsões algorítmicas em decisões coerentes com objetivos 
estratégicos das organizações. Nos últimos anos, a IA deixou de ser uma tecnologia experimental para inte-
grar processos decisórios em diferentes áreas organizacionais. Ao mesmo tempo que se amplia a capacida-
de de processar dados, identificar padrões e apoiar decisões, intensificam-se preocupações relacionadas à 
opacidade dos modelos, aos vieses e aos riscos de recomendações incompatíveis com valores e prioridades 
corporativas. A automação não elimina a responsabilidade humana na tomada de decisão nem garante que 
a lógica de otimização do algoritmo reflita a prioridade estratégica da organização. Isso suscita questões 
cruciais: por que as previsões algorítmicas nem sempre convergem com os objetivos corporativos? Como 
evitar que decisões orientadas por IA comprometam estratégias de longo prazo?

Independentemente do setor, integrar IA ao ciclo estratégico demanda mais do que infraestrutura tecno-
lógica. Exige mecanismos de governança, competências analíticas e capacidade de interpretar recomenda-
ções algorítmicas à luz do contexto competitivo e dos objetivos organizacionais. Sem esses elementos, deci-
sões baseadas exclusivamente em padrões históricos podem comprometer estratégias de posicionamento, 
inovação ou expansão, reforçando a necessidade de compreender por que surgem desalinhamentos entre 
previsões algorítmicas e objetivos estratégicos, quais impactos podem causar e como mitigá-los.

Apesar do crescimento da IA nas organizações, a literatura acadêmica sobre o tema ainda é muito fragmen-
tada, com predominância de estudos voltados aos ganhos de eficiência. Permanecem escassas análises sobre 
IA na estratégia organizacional, e mais ainda aquelas que tratam de conflitos ou desalinhamentos. Essa lacu-
na é particularmente relevante porque organizações de diferentes setores passam a incorporar sistemas de IA 
em decisões estratégicas. Exemplos divulgados em setores como transporte1, varejo2 e saúde3 ilustram como 
otimizações de curto prazo podem colidir com objetivos reputacionais, éticos ou regulatórios de longo prazo. 

Este artigo realiza uma revisão sistemática da literatura para preencher essa lacuna, analisando, a partir 
das evidências acadêmicas, como previsões algorítmicas podem divergir de objetivos estratégicos e produ-
zir decisões inconsistentes com a orientação de longo prazo das organizações. As perguntas norteadoras 
são: 1) De que maneiras as previsões algorítmicas se afastam dos objetivos estratégicos?; 2) Quais padrões 
de problemas, causas e consequências emergem desses conflitos?; e 3) Quais mecanismos de mitigação são 
propostos pela literatura? A partir dos resultados, o estudo organiza os achados em um framework para 
apoiar o diagnóstico e a resposta organizacional aos desalinhamentos entre IA e estratégia. 

A seção seguinte apresenta a metodologia da revisão sistemática. Em seguida, o estado da arte caracte-
riza o campo e sintetiza os diferentes papéis atribuídos à IA no ciclo estratégico. São então estudados em 
mais profundidade os desalinhamentos. Por fim, os resultados são integrados em um framework organi-
zacional para diagnosticar, interpretar e responder a desalinhamentos entre recomendações algorítmicas 
e objetivos estratégicos.

METODOLOGIA
Esta revisão sistemática da literatura abrangeu publicações de 1978 a maio de 2025, combinando estu-

dos clássicos e recentes sobre a aplicação da IA à estratégia organizacional. As buscas foram realizadas 
nas bases Web of Science, Scopus e EBSCO Business Source Complete. Os termos de pesquisa combina-
ram expressões relacionadas à IA (artificial intelligence, machine learning, deep learning, generative AI,  
predictive analytics) com conceitos de estratégia (strategy formulation, strategy execution, strategy  
monitoring). Também foram incluídos termos associados à gestão estratégica como open strategy/open innova-
tion, digital transformation, organizational resilience e organizational change. Para manter o foco no campo da 
gestão, aplicaram‑se filtros nas áreas de Business, Management, Decision Sciences, Computer Science, Sociology 
e Information Science, excluindo estudos estritamente técnicos, como os voltados à robótica ou a aplicações 
médicas. A busca inicial resultou em 4.842 registros (Scopus = 2.096; EBSCO = 1.708; Web of Science = 1.038).

Após a remoção de duplicatas e de trabalhos com baixa contribuição, identificados por seus títulos e 
resumos, restaram 2.979 registros. A triagem buscou identificar estudos sobre IA ou transformação digital 
com relevância estratégica. Assim, foram excluídos 1.256 artigos por falta de alinhamento a esses temas ou 
por fragilidades na descrição metodológica. Os 1.723 registros remanescentes foram submetidos à avaliação 
de elegibilidade, que considerou, de maneira combinada, a aderência ao escopo da revisão, a presença de 
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Figura 1.

revisão por pares, a classificação dos periódicos e a disponibilidade de informações suficientes para ve-
rificar a relação do estudo com as perguntas de pesquisa e realizar a extração dos dados. Também foram 
excluídos ensaios conceituais ou narrativos, sem base analítica suficiente para sustentar a codificação. Ao 
final dessa etapa, restaram 329 artigos. 

Em seguida, aplicou-se a técnica de snowballing, por meio da análise das referências bibliográficas dos 
artigos selecionados, identificando 10 trabalhos seminais. Destes, dois já integravam a amostra, e os oito 
restantes foram incorporados, elevando o corpus final a 337 artigos.

Nota: Elaborado pelo autor com base no fluxo Prisma.
Os motivos de exclusão foram registrados pela razão predominante; a classificação do periódico foi considerada em conjunto com a aderência ao es-
copo e a suficiência metodológica. O fluxograma sintetiza as etapas de identificação, triagem, elegibilidade e inclusão do corpus final de 337 artigos.

Palavras‑chave: "artificial intelligence", "machine learning", "deep learning", "generative AI", "predictive analytics", 
"dynamic capability", "capabilities dynamics", "strategy formulation", "strategy execution", "strategy monitoring

Artigos identificados nas bases 
WOS (1.038),
EBSCO (1708) e Scopus (2.096)
(n = 4.842)

Artigos após remoção por 
relevância e duplicatas
(n = 2.979)

Amostra final
(n = 337)

Artigos elegíveis
(n = 1.723)

Artigos após refinamento 
de resultados
(n = 1.723)

Artigos removidos (n = 1.863)
Critérios de exclusão:
• Critérios de relevância
• Duplicidade 

Artigos seminais incluídos 
(n = 10)*

* Dois dos 10 artigos 
seminais já constavam 
na amostra proveniente 
da busca sistemática, 
portanto não foram 
contados novamente 
na “Amostra final”.

Artigos removidos (n = 1.394)
Critérios de exclusão:
• Relevância estratégica 
inconclusiva (n = 564)
• Q‑Low (ABS 1–2, Qualis B/C, 
SCImago Q3‑Q4)  (n = 388)
• Fora do escopo (n = 244)
• Não revisado por pares (n = 145)
• Método fraco (ensaio conceitual/
narrativa) (n = 53)

Artigos removidos (n = 1.256)
Critérios de exclusão:
• Sem relação com IA ou gestão 
estratégica (n = 759)
• Não aborda qualquer etapa do 
ciclo estratégico (n = 204) 
• Ausência de framework 
metodológico adequado (n = 161)
• Sem relação com tomada de 
decisão estratégica (n = 78)
• Foco puramente técnico sem 
aplicação 



5 FGV EAESP |                             | SÃO PAULO | V. 25 N. 4 | 2026 | e97952 | eISSN 2965-0747EXECUTIVO GV

QUANDO A IA SE AFASTA DA ESTRATÉGIA

Rede de conexões 
temáticas em pesquisas 
sobre IA e estratégia

Figura 2.

Na etapa de análise, cada artigo foi codificado manualmente a partir de quatro conjuntos de caracte-
rísticas. O primeiro refere-se ao perfil das publicações (ano, tipo, qualidade e periódico). O segundo reúne 
aspectos metodológicos (abordagem, desenho, nível de análise e natureza do estudo). O terceiro examina 
o conteúdo e o papel atribuído à IA no contexto estratégico, identificando o tema central de cada pesquisa 
e suas relações. O quarto focaliza duas variáveis: a) a aplicação da IA em decisões estratégicas; e b) o rela-
to de conflitos entre previsões ou recomendações algorítmicas e objetivos organizacionais. O cruzamento 
dessas variáveis permitiu classificar os estudos em quatro quadrantes, divididos por dois eixos: aplicação 
estratégica (sim/não), desalinhamento (sim/não). A análise aprofundada concentrou-se nos 36 estudos com 
codificação positiva na segunda variável, independentemente da classificação atribuída à primeira. 

Nos 36 estudos selecionados, foram extraídos problemas, causas, consequências e mecanismos de mi-
tigação, preservando-se o vínculo entre cada registro e o respectivo estudo de origem. Códigos semantica-
mente próximos foram comparados e agrupados em padrões recorrentes. As categorias não foram tratadas 
como mutuamente exclusivas, pois um mesmo estudo poderia contribuir para mais de um problema, cau-
sa, consequência ou mecanismo de mitigação. A codificação foi conduzida pelo autor e não contou com 
validação independente.

ESTADO DA ARTE
A literatura sobre IA e estratégia4 permanece relativamente jovem e fragmentada. A revisão dos 337 arti-

gos revelou um campo emergente e disperso: os estudos investigam desde transformação digital e inovação5 
até governança, ética e resiliência6, mas raramente convergem para um conjunto coeso de conceitos e prá-
ticas. A maior parte da produção enfatiza ganhos imediatos de eficiência operacional, com poucas cone-
xões entre subáreas, o que reforça a percepção de silos temáticos7. Esse panorama revela uma mudança de 
ênfase: enquanto parte importante da literatura se concentra em adoção da IA, na eficiência operacional 
e nas capacidades habilitadoras, um conjunto menor passa a discutir governança, responsabilidade e ali-
nhamento. A lacuna não está, portanto, na ausência de estudos sobre IA e organizações, mas na escassez 
de análises que integrem essas diferentes perspectivas e expliquem como surgem os conflitos entre o que o 
algoritmo otimiza e o que a estratégia exige.

Nota: Baseado na revisão sistemática de literatura, por meio do VOSviewer.
As cores identificam agrupamentos temáticos, as conexões indicam relações bibliométricas entre os estudos e åo tamanho dos nós 
representa seu peso relativo na rede.



6 FGV EAESP |                             | SÃO PAULO | V. 25 N. 4 | 2026 | e97952 | eISSN 2965-0747EXECUTIVO GV

QUANDO A IA SE AFASTA DA ESTRATÉGIA

Maturidade tecnológica 
(ex.: readiness para adoção de IA)
Recursos de TI e infraestrutura de dados 
(dados, plataformas, infraestrutura de 
TI, complementaridade de recursos 
humanos e algorítmicos);
Inovação e modelos de negócio 
(inovação orientada por IA, novos modelos 
de negócio, business model innovation)
Transformação digital e 
estratégia corporativa 
(alinhar a IA à estratégia, vantagem 
competitiva baseada em recursos digitais)
Diversidade e responsabilidade social 
(diversidade de gênero no board, 
reputação corporativa, responsabilidade 
socioambiental)
Cooperação e colaboração externa 
(cooperação universidade + 
empresa, parcerias estratégicas, 
complementaridade de recursos)

Capacidades digitais e dinâmicas 
(digital capabilities, dynamic capabilities) 
→ podem funcionar como driver ou 
mecanismo, conforme o desenho do estudo
Processos estratégicos e sensemaking 
(processos de sensemaking, 
bootstrapping, sinergia entre estratégia 
e transformação digital)
Ecossistemas de dados e efeitos de rede 
(ecossistemas de dados, efeitos de 
rede, valor de plataforma)
Outros mecanismos específicos 
(orquestração de recursos de IA, 
data governance como mediador)
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(IMPACTOS GERADOS PELA IA)

MODERADORES 
(FATORES DE CONTEXTO DA IA)

Papéis da IA no ciclo estratégico
Figura 3.

Os estudos que situam a IA no ciclo estratégico ainda tendem a tratá-la de modo parcial (Figura 3). Predo-
minam pesquisas que analisam a IA como antecedente da estratégia, voltadas às condições que viabilizam 
sua adoção, como maturidade tecnológica, infraestrutura de dados, transformação digital, inovação em mo-
delos de negócio8 ou cooperação externa9, 10, 11. Um conjunto menor examina a IA como mediadora, enfati-
zando os mecanismos pelos quais influencia o processo estratégico, destacando sensemaking12, capacidades 
digitais13 e ecossistemas de dados; e como moderadora, focalizando fatores contextuais que condicionam 
seus efeitos14, como digitalização e modelos de serviço15. Por fim, há poucos trabalhos que analisam de ma-
neira integrada seus efeitos resultantes sobre desempenho, aprendizagem e viabilidade dos negócios. Essa 
fragmentação dificulta compreender como a IA influencia o ciclo estratégico como um todo e ajuda a expli-
car por que os conflitos entre recomendações algorítmicas e estratégia permanecem dispersos na literatura.

Nota: Os blocos organizam os estudos conforme o papel atribuído à IA, como ntecedente, mediador, moderador ou resultante, em relação 
às etapas de planejamento, execução e retroalimentação.

Desempenho e eficiência 
(melhoria de desempenho e produtividade, 
precisão de algoritmos, eficiência operacional)
Adaptação e estratégia (estratégia emergente, 
adaptação estratégica, reorientação corporativa)
Aprendizagem (resultados de aprendizagem, 
desenvolvimento de competências)
Qualidade e confiança (qualidade de classificação, 
confiança e aceitação dos usuários)
Evolução (evolução das profissões, inovação no 
modelo de negócio, transformação de processos)
Operacionalidade e viabilidade (viabilidade 
operacional de novas tecnologias, integração 
blockchain‑IoT)
Algoritmos e técnicas avançadas 
(desempenho de algoritmos generativos, índices 
de resiliência, datasets gerados)

Capacidades digitais e nível de digitalização - Big Data, IA 
(análise de Big Data, capacidade de IA)
Nível de inovação e desempenho 
(inovação de serviços, capacidade inovadora da organização)
Cultura organizacional e dimensão cultural 
(cultura organizacional, influência da cultura organizacional 
na estratégia, percentual feminino no board)
Sinergia de TI e cooperação (sinergia de TI, colaboração 
externa, oferta integrada)
Capacidade absortiva e dependência em IA (capacidades de 
absorção de conhecimento, dependência gerencial em IA)
Configurações e modelos de serviço
(servitização, configurações de IA em serviços)
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Para integrar16 as etapas e oferecer um caminho mais estruturado para a adoção da IA17, o ciclo estratégico 
deveria ser tratado como fluxo contínuo de planejamento, execução e retroalimentação18, conforme mos-
tra a Figura 3. Nesse fluxo, a IA apoia, sem substituir, o julgamento humano19: processa dados, identifica 
padrões, gera previsões e sinaliza desvios. Sob governança e dados adequados, esse suporte pode acelerar 
respostas20; porém também pode orientar decisões incompatíveis com prioridades estratégicas, gerando 
desalinhamentos que são investigados na próxima seção. 

ANÁLISE DOS DESALINHAMENTOS ESTRATÉGICOS
Dos 337 artigos, 58 (17%) tratam da aplicação da IA à estratégia e 36 (11%) reportam conflitos ou desali-

nhamentos entre recomendações algorítmicas e objetivos organizacionais. A análise aprofundada concen-
trou-se nesses 36 estudos. A codificação permitiu identificar três conjuntos de condições transversais as-
sociadas aos desalinhamentos. Elas correspondem a dimensões organizacionais que atravessam diferentes 
problemas e ajudam a compreender por que determinados conflitos emergem, persistem ou são mitigados. 
Como um mesmo estudo pode contribuir para mais de uma condição, os percentuais apresentados a seguir 
não são mutuamente exclusivos.

O primeiro conjunto (presente em 67% dos estudos) reúne aspectos relacionados à governança, ao ali-
nhamento e aos recursos organizacionais. A literatura mostra que a ausência de processos formais de go-
vernança e de mecanismos claros de coordenação e responsabilização faz com que iniciativas de IA sejam 
desenvolvidas em silos21 e orientadas por ganhos operacionais de curto prazo, sem conexão com a estraté-
gia corporativa. Muitos projetos são lançados em áreas específicas22 porque há disponibilidade de dados 
ou pressões competitivas, mas carecem de indicadores de valor, de patrocínio executivo e de integração 
entre áreas. Quando a IA permanece como experimento isolado, cresce o risco de recomendações desali-
nhadas ao posicionamento de longo prazo e diminui a capacidade organizacional de aprender e ajustar con-
tinuamente o uso da tecnologia23. Os estudos convergem para a necessidade de estruturas permanentes de  
governança24, integrando líderes de negócio e especialistas técnicos na priorização de casos de uso, na defi-
nição de métricas de valor e no acompanhamento contínuo dos impactos. 

O segundo conjunto diz respeito a dados e modelos. Parte relevante dos estudos (61%) destaca limitações 
de explicabilidade e opacidade de dados e modelos, e outra parte (53%) aponta problemas de dados histó-
ricos e contexto incompleto, como proxies inadequados e variáveis críticas omitidas, o que compromete 
previsões e decisões25. As mitigações convergem para políticas robustas de governança de dados (coleta, 
limpeza, validação, documentação e rastreabilidade), além do uso de auditorias periódicas e técnicas de 
explicabilidade proporcionais ao risco e ao impacto da decisão26. A conformidade com normas de proteção 
de dados e a adoção de princípios de privacidade e segurança desde o desenho do sistema aparecem como 
condições para reduzir exposição a falhas, perdas e sanções. Sem dados confiáveis e mecanismos mínimos 
de transparência, o alinhamento entre previsões algorítmicas e metas corporativas tende a se deteriorar27.

O terceiro conjunto abrange fatores humanos, culturais e sociais, nos quais mudanças no trabalho e na 
cultura (56%) e questões éticas e regulatórias (42%) se somam a problemas de confiança, valores e impactos 
sociopolíticos. Os estudos ressaltam que a IA altera rotinas, redistribui responsabilidades e exige capacita-
ção e adaptação cultural para sustentar a colaboração com algoritmos28. Parte dos desalinhamentos emerge 
tanto do uso “intuitivo”, que rejeita evidências, quanto do uso acrítico, que transfere autoridade ao modelo, 
enfraquecendo o julgamento humano e a responsabilização29. As recomendações concentram-se em capa-
citação (incluindo reskilling), formação de equipes multifuncionais, ambientes de experimentação super-
visionada e mecanismos explícitos de supervisão humana para decisões de maior impacto. Em paralelo, a 
literatura enfatiza riscos éticos e regulatórios, incluindo discriminação, impactos em pessoas e exposição a 
litígios, sugerindo a institucionalização de salvaguardas e rotinas de revisão proporcionais ao risco.

Além dessa leitura transversal, a análise dos mesmos 36 estudos permitiu identificar padrões recorrentes 
de problemas, causas, consequências e mecanismos de mitigação. A Tabela 1 sintetiza esses padrões, articu-
lando o que falha, os fatores associados ao surgimento das falhas, seus principais efeitos e os mecanismos 
de mitigação descritos na literatura.
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Problemas Causas Consequências  Mitigações  

Opacidade e confiabilidade 
limitada de dados e modelos

 Lacunas organizacionais 
(coordenação, governança 
e competências) 

Perda de valor 
e desempenho

Governança e 
monitoramento contínuos

Exemplos:
caixa-preta e baixa 
explicabilidade;
previsões imprecisas
ou sensíveis ao contexto;
saídas inconsistentes 
(incluindo alucinações em IA 
generativa).

Exemplos:
ausência de patrocínio 
executivo e papéis claros;
capacidades analíticas 
limitadas para integrar IA 
ao ciclo estratégico;
processos fragmentados e 
baixa coordenação entre áreas.

Exemplos:
investimentos em IA sem 
retorno mensurável;
desperdício de recursos e 
fadiga organizacional;
decisões subótimas e perda de 
oportunidades competitivas.

Exemplos:
definir responsabilização, 
papéis e critérios de exceção;
monitorar resultados e 
revisar modelos e dados 
periodicamente;
auditorias e controles em 
aplicações de alto impacto.

Otimização de curto prazo 
sem ligação com a estratégia

Dados históricos e 
contexto incompleto

Danos reputacionais e 
perda de confiança

Transparência e 
supervisão humana

Exemplos:
projetos iniciados sem 
objetivo de valor explícito;
IA em silos otimizando 
métricas locais;
dificuldade de converter 
recomendação em decisão 
estratégica.

Exemplos:
dados enviesados ou não 
representativos;
proxies inadequados para 
o objetivo (ex.: custo 
como risco);
variáveis de contexto 
omitidas (exs.: mercado, 
concorrência).

Exemplos:
erosão de confiança de 
clientes, usuários 
ou empregados;
questionamento de 
legitimidade e credibilidade;
resistência e menor adoção 
de soluções algorítmicas.

Exemplos:
explicabilidade e 
documentação do modelo 
e decisões;
supervisão humana para 
validação e decisões 
de exceção;
contestação e revisão de 
decisões algorítmicas.

Efeitos colaterais 
em stakeholders 

 Formulação inadequada do 
problema e das métricas 

Riscos éticos, regulatórios e 
impactos em pessoas 

Alinhar objetivos de valor e 
métricas antes da tecnologia

Exemplos:
viés e discriminação;
vigilância e falta 
de privacidade;
perda de competências 
(deskilling), substituição e 
resistência ao uso.

Exemplos:
foco em eficiência e curto 
prazo sem balanceamento;
objetivo algorítmico definido 
por métrica fácil de medir;
otimização de uma métrica 
sacrificando objetivos 
estratégicos.

Exemplos:
discriminação e exclusão 
de grupos;
exposição a sanções, litígios 
e escrutínio público;
impactos negativos no 
trabalho e aumento de 
assimetrias.

Exemplos:
partir da estratégia para 
priorizar casos de uso;
definir métricas de valor e 
tradeoffs antes do modelo;
envolver líderes na 
priorização e avaliação.

Padrões recorrentes de problemas, causas, consequências e mecanismos de mitigação
Tabela 1.

FRAMEWORK PARA DIAGNOSTICAR DESALINHAMENTOS IA-ESTRATÉGIA 
Com base nos padrões sintetizados na revisão de literatura, propõe-se o framework da Figura 4. Ele orga-

niza a resposta organizacional em quatro movimentos: identificar o que falha, examinar causas e condições 
associadas, avaliar consequências reportadas e selecionar mecanismos de mitigação. Ao final, a organiza-
ção pode seguir, revisar, rejeitar ou escalar a recomendação, registrando a justificativa, o responsável e os 
critérios de monitoramento.

Nota. As colunas representam dimensões analíticas complementares. As categorias não são mutuamente exclusivas.
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Em termos práticos, o framework pode ser traduzido em uma sequência heurística de apoio à decisão. 
Ele não pressupõe relações causais rígidas entre itens de mesma numeração; organiza os achados da revi-
são para orientar a análise de recomendações algorítmicas antes de sua conversão em ação estratégica. No 
exemplo do produto premium que abre o artigo, o gestor identificaria um desalinhamento associado ao 
curto prazo, examinaria os dados históricos e a métrica utilizada, avaliaria possíveis perdas de valor e repu-
tação e, antes de decidir, revisaria objetivos, tradeoffs e critérios de exceção.

Framework  organizacional para diagnosticar e responder a desalinhamentos IA-estratégia
Figura 4.

Recomendação
algorítmica
+
objetivo
estratégico

C1  Lacunas 
organizacionais: 
coordenação, 
governança e 
competências

C2  Dados históricos e 
contexto incompleto

C3  Formulação 
inadequada do 
problema e das 
métricas

M1  Governança 
e monitoramento 
contínuos

M2  Transparência e
supervisão humana

M3  Alinhar objetivos 
de valor e métricas 
antes da tecnologia

P1  Opacidade 
e confiabilidade 
limitada de dados e 
modelos

P2  Otimização de 
curto prazo sem 
ligação com a 
estratégia

P3  Efeitos colaterais 
em stakeholders

Q1  Perda de valor e
desempenho

Q2  Danos 
reputacionais e perda 
de confiança

Q3  Riscos éticos, 
regulatórios e 
impactos em pessoas

ENTRADA Examinar causas 
e condições 
associadas

Avaliar 
consequências 
reportadas

Selecionar 
mecanismos 
de mitigação

Decidir
seguir | revisar
rejeita  | escalar

Registrar
justificativa, 
responsável

e decisão

Monitorar 
efeitos

e aprender

Identificar 
o que falha

1 2 3 4

Governança 
e arranjos 
institucionais

Condições 
transversais

monitorar efeitos e realimentar critérios, dados, métricas e governança

Da recomendação algorítmica à decisão estratégica governada

Dados, 
métricas 
e modelos

Fatores 
humanos e 
organizacionais

Fonte: Elaborado pelo autor com base nos padrões sintetizados na Tabela 1.
Nota. O fluxo é iterativo; após a decisão, o monitoramento realimenta a entrada e permite revisar dados, métricas, critérios e mecanismos de governança.
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A aplicação do framework depende da atuação integrada sobre três condições transversais. Em gover-
nança e arranjos institucionais, o desafio consiste em estruturar mecanismos permanentes de coordenação, 
definir responsabilidades, integrar líderes de negócio e especialistas técnicos e monitorar continuamente 
os resultados das aplicações de IA. Em dados, métricas e modelos, passa por assegurar a qualidade dos 
dados, revisar as métricas utilizadas, adotar mecanismos de auditoria e explicabilidade proporcionais ao 
risco da decisão e incorporar princípios de privacidade e segurança desde o desenho da solução. Em fato-
res humanos e organizacionais, envolve desenvolver competências, promover equipes multidisciplinares, 
manter supervisão humana nas decisões de maior impacto e incorporar rotinas de avaliação dos aspectos 
éticos, regulatórios e organizacionais. 

Essas três condições são aplicáveis a diferentes setores, mas sua implementação não é automática: re-
quer patrocínio executivo, competências analíticas, integração entre áreas e rotinas de monitoramento pro-
porcionais ao impacto da decisão.

CONSIDERAÇÕES FINAIS
Este artigo analisa os desalinhamentos entre previsões ou recomendações algorítmicas e objetivos estra-

tégicos de longo prazo. A revisão sistemática organiza as evidências em problemas, causas, consequências e 
mecanismos de mitigação, evidenciando que o fenômeno está associado tanto a limitações técnicas quanto 
a escolhas relativas à governança, aos dados, às métricas e à organização.

Com base nessa síntese, o estudo consolida recomendações práticas ao organizar a resposta organizacio-
nal em quatro movimentos: identificar o que falha, examinar causas e condições associadas, avaliar conse-
quências reportadas e selecionar mecanismos de mitigação. Sua operacionalização depende de processos 
formais de governança, definição de métricas de valor, qualidade e rastreabilidade dos dados, transparên-
cia dos modelos, supervisão humana e monitoramento contínuo. Esses elementos sustentam decisões de 
seguir, revisar, rejeitar ou escalar recomendações algorítmicas, com justificativa, responsabilização e crité-
rios de acompanhamento.

Os desafios tendem a se intensificar com a disseminação de sistemas mais autônomos e de IA genera-
tiva, que ampliam incertezas, aceleram ciclos decisórios e elevam riscos reputacionais, éticos e regulató-
rios. Nesse contexto, organizações podem se beneficiar de rotinas explícitas de monitoramento, revisão e 
exceção, avaliando o desempenho do algoritmo em conjunto com seus efeitos sobre pessoas, confiança e 
legitimidade das decisões.

Diante dessas questões, os achados devem ser interpretados à luz de algumas limitações. Embora o  
corpus reúna 337 artigos, a análise específica dos desalinhamentos concentrou-se nos 36 estudos que re-
portaram esse fenômeno, e as categorias identificadas não foram tratadas como mutuamente exclusivas. 
Por essa razão, a recorrência dos padrões na literatura não deve ser interpretada como medida direta de sua 
prevalência nas organizações. Pesquisas futuras podem validar e refinar o framework em diferentes setores 
e níveis de maturidade digital, acompanhar decisões ao longo do tempo e desenvolver critérios observáveis 
para avaliar o alinhamento entre recomendações algorítmicas e objetivos estratégicos. Também se mostra 
relevante examinar em quais condições os mecanismos de governança, monitoramento e supervisão hu-
mana favorecem esse alinhamento.
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Resumo

Objective: to analyze why Artificial Intelligence should 
be understood not only as an automation technology, 
but also as an organizational mirror that makes strategic 
inconsistencies, decision-making ambiguities, and 
weaknesses in accountability more visible.

State of the art: recent literature on AI and digital 
transformation shows that value capture depends less on 
isolated technical sophistication and more on the integration 
of data, strategy, governance, human judgment, and 
organizational learning.

Originality: the article shifts the executive question from 
“how can we use more AI?” to “which decisions is the 
organization willing to make explicit, auditable, and subject 
to accountability?”.

Impacts: the article proposes dilemmas and 
recommendations for executives, boards, and leaders 
seeking to develop AI as a decision-making capability rather 
than merely as a portfolio of tools.

Keywords: Artificial Intelligence; leadership; decision-
making; accountability; governance; dynamic capabilities.

SDs 8 – Decent Work and Economic Growth.

ABSTRACT

Objetivo: analisar por que a inteligência artificial (IA) deve ser 
compreendida não apenas como tecnologia de automação, 
mas como um espelho organizacional que torna visíveis 
incoerências estratégicas, ambiguidades decisórias e 
fragilidades de accountability.

Estado da arte: a literatura recente sobre IA e transformação 
digital mostra que a captura de valor depende menos da 
sofisticação técnica isolada e mais da integração entre dados, 
estratégia, governança, julgamento humano e aprendizagem 
organizacional.

Originalidade: o artigo desloca a pergunta executiva de 
“Como usar mais IA?” para “Que decisões a organização 
está disposta a tornar explícitas, auditáveis e passíveis de 
responsabilização?”.

Impactos: são propostos dilemas e recomendações para 
executivos, conselhos e lideranças que desejam transformar 
IA em capacidade decisória, e não apenas em portfólio de 
ferramentas.

Palavras-chave: inteligência artificial, liderança, tomada de 
decisão, accountability, governança, capacidades dinâmicas.

ODS: 8 – Trabalho decente e crescimento econômico.

T
ecnologias baseadas em IA podem melhorar 
previsões, apoiar decisões e elevar produtivida-
de1. O problema começa quando a organização 
trata sua adoção como uma questão apenas tec-
nológica. Quando sistemas algorítmicos passam 

a influenciar decisões sobre pessoas, capital, clientes, 
riscos, investimentos e prioridades estratégicas, a per-
gunta deixa de ser apenas “Qual ferramenta adotar?” 
e passa a ser “Que tipo de decisão estamos preparados 
para explicar, sustentar e responsabilizar?”.
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Este artigo propõe interpretar a IA como espelho organizacional. A metáfora indica que a IA não apenas 
apoia decisões; ela revela como decisões são efetivamente tomadas. Ao tornar critérios mais explícitos, ras-
tros mais visíveis, padrões mais comparáveis e consequências mais rápidas de observar, a IA ajuda a tornar 
visíveis incoerências organizacionais antes protegidas pela ambiguidade: prioridades conflitantes, critérios 
informais, responsabilidades difusas, incentivos desalinhados e zonas de poder não declaradas. A IA não 
cria esses problemas. Ela reduz a possibilidade de ignorá-los. A contribuição deste artigo está em deslocar 
o debate da IA como ferramenta de eficiência para a IA como mecanismo de exposição decisória. Essa lente 
altera a interpretação de problemas conhecidos. A baixa captura de valor com IA pode não ser apenas falha 
de dados ou infraestrutura; pode revelar vulnerabilidades no sistema decisório contemporâneo. A resis-
tência de gestores pode não ser apenas aversão cultural à mudança; pode indicar desconforto com maior 
transparência. A dificuldade de escalar casos de uso pode não ser apenas problema técnico; pode sinalizar 
fragilidades de accountability, governança e capacidade de aprendizagem. Para gestores, essa mudança é 
prática: antes de perguntar onde automatizar, é preciso perguntar quais decisões precisam ficar mais claras.

Essa perspectiva dialoga com a literatura sobre transformação digital, segundo a qual tecnologia não 
produz transformação por si mesma, pois seus efeitos dependem de modelos de negócio, estruturas, ro-
tinas, capacidades e escolhas gerenciais2. Também dialoga com a Teoria das Capacidades Dinâmicas, que 
define a vantagem competitiva como a habilidade de perceber mudanças, capturar oportunidades e recon-
figurar recursos em ambientes incertos3. Sob essa ótica, a IA pode ampliar sensing, seizing e transforming, 
mas apenas quando conectada à liderança, à governança e a uma arquitetura decisória coerente.

No Brasil, a discussão ganha peso adicional diante da heterogeneidade de maturidade digital, da escas-
sez de talentos analíticos, de restrições orçamentárias e das exigências associadas ao uso de dados pessoais. 
A Lei Geral de Proteção de Dados reforça a importância da transparência, da responsabilidade e da gover-
nança quando dados e sistemas automatizados participam de decisões que afetam indivíduos4. Portanto, IA 
não é apenas agenda de inovação. É agenda de confiança, responsabilidade e qualidade decisória.

QUANDO A IA VIRA ESPELHO ORGANIZACIONAL
A IA começa a produzir desconforto quando deixa de operar apenas em pilotos, dashboards ou tarefas 

administrativas e passa a incidir sobre escolhas com consequências observáveis: alocação de orçamento, 
avaliação de desempenho, gestão de talentos, crédito, risco, precificação, atendimento a clientes ou dese-
nho organizacional. Enquanto funciona como símbolo de modernização, tende a ser bem recebida. Quando 
torna mais visíveis os critérios que orientam decisões, prioridades e responsabilidades, muda de natureza. 
Deixa de ser ornamento digital e passa a ser parte do sistema de disciplina organizacional.

Considere três situações estilizadas. Uma empresa declara priorizar inovação, mas seus modelos de 
alocação de capital mostram concentração recorrente de investimentos em negócios maduros e de baixo 
risco. Outra afirma valorizar diversidade, mas dados de promoção revelam trajetórias sistematicamente 
desiguais. Uma terceira implanta IA para prever rotatividade de talentos críticos, mas não define quem 
deve agir diante dos alertas, com quais recursos e dentro de qual prazo. Nos três casos, a IA não resolve o 
problema automaticamente. Seu uso ajuda a tornar visível a distância entre discurso, decisão e execução.

Essa exposição ajuda a explicar por que uma organização pode acumular casos de uso de IA sem produzir 
transformação correspondente. A IA pode identificar riscos, lacunas e padrões, mas não substitui a decisão 
política e estratégica de enfrentá-los. Um algoritmo pode indicar escassez futura de competências críticas; 
ainda assim, a empresa pode seguir tratando pessoas apenas como custo. Um modelo pode revelar clientes 
mais vulneráveis; ainda assim, o negócio pode manter metas comerciais incoerentes. Um painel pode apon-
tar perda de produtividade; ainda assim, a liderança pode preferir narrativas confortáveis. Produzir evi-
dências, portanto, não significa incorporá-las às decisões. O espelho mostra. Quem decide é a organização.

Essa constatação é consistente com estudos do MIT Sloan Management Review e do Boston Consulting 
Group, que identificam na dimensão organizacional a principal barreira para captura de valor com IA5. 
 Superá-la depende de aprendizagem, liderança e integração da tecnologia aos processos decisórios.
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Nathan Furr, Pinar Ozcan e Kathleen M. Eisenhardt6 argumentam que a transformação digital envolve 
escolhas diante de tensões fundamentais, e não simplesmente a obrigação de “mudar tudo”. David J. Teece6 

acrescenta que tecnologia, modelo de negócio e capacidades dinâmicas são interdependentes. Aplicado à IA, 
isso significa que modelos analíticos só geram valor quando conectados a escolhas estratégicas, recursos, in-
centivos e aprendizagem. Sem essa conexão, a empresa acumula evidências sem transformar decisões.

Se a IA é espelho, o gestor deve fazer quatro movimentos. Primeiro, não confundir reflexo com solução: 
identificar uma incoerência é apenas o primeiro passo para enfrentá-la. Segundo, não transferir responsa-
bilidade ao modelo: usar recomendações algorítmicas não elimina julgamento executivo. Terceiro, não pa-
rar na produção de evidências: a visibilidade adquirida oferece base para redesenho de papéis, fóruns, crité-
rios e incentivos. Quarto, não confundir visibilidade com capacidade de resposta: alguns reflexos revelarão 
problemas que a organização talvez ainda não consiga resolver integralmente; mesmo assim, nomeá-los 
já aumenta maturidade decisória.

COMO A IA MUDA AS CONDIÇÕES DA DECISÃO
A IA não altera apenas a quantidade de informação disponível. Ela muda as condições sob as quais de-

cisões são tomadas, justificadas, acompanhadas e atribuídas. Ao reduzir custos de informação, ampliar ca-
pacidade preditiva, acelerar ciclos de feedback e registrar rastros decisórios, a IA modifica a relação entre 
evidência, tempo, julgamento e accountability. Decidir com IA significa decidir em um ambiente potencial-
mente mais visível, rápido, comparável e menos tolerante à ambiguidade.

A primeira mudança é a ampliação da informação disponível. Isso pode ampliar o sensing organizacio-
nal, ao identificar sinais fracos, riscos emergentes e oportunidades antes invisíveis7. Porém, mais informa-
ção não significa melhor decisão. Sem critérios estratégicos, a abundância vira ruído. A liderança precisa 
definir quais sinais importam, quais hipóteses merecem teste e quais evidências devem acionar decisões. 
Como observam Daniel Kahneman, Dan Lovallo e Olivier Sibony8, decisões estratégicas continuam sujeitas 
a vieses cognitivos, excesso de confiança e ancoragem, mesmo em ambientes ricos em dados. A IA pode 
reduzir parte dessas limitações, mas não elimina a necessidade de julgamento crítico.

A segunda mudança é o aumento da rastreabilidade. Decisões apoiadas por IA podem deixar registros: 
dados utilizados, variáveis consideradas, critérios aplicados, recomendações geradas, exceções autorizadas 
e resultados observados. Esses rastros não eliminam disputas interpretativas, mas ampliam as possiblida-
des de reconstruir e justificar decisões. A accountability passa a depender menos de declarações formais e 
mais da capacidade de explicar por que se decidiu, com base em quais critérios e com quais mecanismos 
de revisão.

A terceira mudança é a aceleração do feedback. Riscos de rotatividade, desvios operacionais, variações 
de demanda, anomalias financeiras e mudanças no comportamento de clientes podem emergir em tempo 
quase real. Mas antecipar sinais não equivale a agir. Se fóruns decisórios são lentos, responsabilidades são 
difusas ou incentivos favorecem postergação, a organização continuará lenta mesmo cercada de alertas. A 
IA pode acelerar a visibilidade; mas cabe à liderança acelerar a resposta.

A quarta mudança é a possibilidade de aprendizagem sistêmica. Ao registrar decisões e efeitos, a IA pode 
sustentar ciclos de revisão, experimentação e adaptação, fortalecendo o transforming organizacional9.  
Entretanto, empresas nem sempre aprendem com aquilo que medem. Muitas acumulam indicadores sem 
alterar práticas. A IA só amplia aprendizagem quando há ritos para discutir erros, revisar critérios, ajustar 
incentivos e institucionalizar mudanças.

Esses quatro deslocamentos tornam a gestão mais exigente. Herbert A. Simon10 mostrou que decisões 
administrativas são condicionadas por limites cognitivos e pela racionalidade limitada. A IA não elimina 
esses limites; reorganiza-os. O desafio desloca-se de obter dados para selecionar o que é relevante, interpre-
tar o que é confiável e decidir o que fazer diante da evidência disponível.
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QUANDO NÃO AUTOMATIZAR TAMBÉM É DECIDIR MELHOR
Maturidade digital não é automatizar tudo. Para executivos, uma distinção importante está entre deci-

sões que podem ser automatizadas e aquelas que requerem diferentes graus de julgamento humano. Algu-
mas decisões são repetitivas, de baixo risco e baseadas em critérios estáveis. Outras envolvem ambiguidade, 
impacto humano, consequências reputacionais, julgamento normativo e incerteza estratégica. Tratar todos 
esses tipos de decisão como igualmente adequados à automação revela baixa maturidade de adoção de IA, 
uma forma sofisticada de imaturidade organizacional. A pergunta não é apenas “Quanto podemos automa-
tizar?”, mas “Quais decisões devem ser automatizadas, quais devem ser assistidas por IA e quais requerem 
maior grau de deliberação humana?”. Decisões de baixo risco, alta frequência e critérios estáveis tendem 
a ser mais adequadas à automatização. À medida que aumenta o risco, a incerteza, o impacto humano ou 
o conteúdo normativo, ganha importância a supervisão humana. Em decisões com essas características, 
evidências algorítmicas podem apoiar a escolha sem substituir o julgamento deliberativo.

Esse cuidado é particularmente relevante na gestão de pessoas. A IA pode apoiar triagem, análise de 
competências, previsão de rotatividade, recomendações de desenvolvimento e planejamento de força de 
trabalho. Esses usos podem gerar escala e consistência. Contudo, decisões sobre contratação, promoção, 
remuneração, sucessão ou desligamento envolvem justiça, contexto, potencial, trajetória e confiança. Au-
tomatizá-las integralmente pode reduzir custo, mas também enfraquecer a legitimidade11. Não automatizar 
não significa voltar à intuição opaca. A alternativa madura é combinar evidência algorítmica e julgamento 
humano com critérios explícitos, documentação de exceções, revisão de resultados, diversidade nos fóruns 
decisórios e mecanismos de contestação. A organização continua responsável pelos dados, critérios, ob-
jetivos otimizados, riscos assumidos e impactos produzidos. Delegar a execução ao algoritmo não delega 
responsabilidade moral, jurídica ou estratégica.

A literatura sobre ética algorítmica alerta que decisões apoiadas por IA podem afetar dignidade, autono-
mia e justiça quando não há explicabilidade, contestação e supervisão12. A linguagem técnica que confere 
autoridade aos modelos tende a aumentar esse risco. Recomendações algorítmicas podem parecer objetivas 
mesmo quando refletem dados incompletos, vieses históricos ou objetivos mal definidos. Em decisões sen-
síveis, a aparência de precisão pode ser mais perigosa do que a incerteza reconhecida.

LIDERANÇA, GOVERNANÇA E CAPACIDADES DINÂMICAS PARA DECIDIR COM IA
Governar IA é governar decisão. Por isso, a agenda executiva precisa sair do território exclusivo da tecnolo-

gia e entrar no centro da liderança, da governança e da estratégia. Conselhos e comitês executivos não preci-
sam dominar detalhes técnicos de cada modelo, mas sua atuação envolve supervisionar princípios, fronteiras 
e responsabilidades: quais decisões serão apoiadas ou automatizadas, quais riscos são aceitáveis, quais me-
canismos de contestação existem, quem responde pelos impactos e como o uso da IA se conecta à estratégia.

A tensão entre centralização e autonomia é crítica. Centralizar tudo pode tornar a adoção lenta e dis-
tante do negócio. Descentralizar sem coordenação pode gerar fragmentação, riscos éticos, duplicidade de 
esforços e decisões incoerentes. Uma possibilidade para equilibrar essas tensões é uma governança fede-
rada, combinando princípios, padrões, riscos e critérios comuns coordenados centralmente, com aplica-
ção contextual e accountability nas áreas de negócio. Nesse arranjo, diferentes funções contribuem para 
a governança a partir de suas competências: tecnologia responde pela arquitetura e segurança; jurídico e 
compliance, pelos limites e pela conformidade; gestão de pessoas, pelos impactos sobre trabalho e cultura; 
áreas de negócio, pela interpretação dos problemas concretos; alta liderança, pela arbitragem de trade-offs; 
e conselho, pela supervisão da coerência do conjunto.

Esse arranjo também permite relacionar a governança de IA às capacidades dinâmicas. A IA pode contri-
buir para o sensing ao ampliar a identificação de sinais, lacunas e riscos; para o seizing, ao subsidiar a análise 
de cenários, prioridades e trade-offs; e para o transforming, ao acelerar aprendizagem, revisão de rotinas e 
reconfiguração organizacional13. Esses efeitos, porém, não são automáticos. Onde há sensing sem seizing, a 
empresa enxerga sinais, mas não age. Onde há seizing sem transforming, decide, mas não sustenta a mudan-
ça. Onde há transforming sem sensing, muda estruturas sem compreender adequadamente o ambiente.
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Dilema 
decisório

Risco 
organizacional

Capacidade 
dinâmica

Papel da 
liderança

Implicação prática para 
gestores e conselhos

Automatizar, apoiar ou 
manter decisões sob 
julgamento humano

Transferência indevida de 
responsabilidade ao sistema

Seizing

Definir fronteiras 
entre automação, 
recomendação e 
julgamento humano

Criar matriz de decisões humanas, 
assistidas e automatizadas, com 
critérios, exceções e responsáveis

Escalar rápido ou 
aprender antes

Ampliação de vieses, erros 
sistêmicos e riscos reputacionais

Sensing/ 
Seizing

Condicionar a expansão à 
aprendizagem 

Condicionar a escala a evidência 
de valor, qualidade dos dados, 
governança mínima e análise de 
impacto

Otimizar eficiência local 
ou coerência estratégica

Fragmentação e desalinhamento 
entre casos de uso e prioridades 
do negócio

Seizing
Conectar IA a decisões 
estratégicas reais

Vincular iniciativas a escolhas sobre 
capital, pessoas, clientes, riscos e 
prioridades

Centralizar governança 
ou empoderar o negócio

Burocratização ou captura local da 
IA por interesses específicos

Transforming
Equilibrar coordenação 
central e accountability 
distribuída

Adotar governança federada, com 
princípios comuns, papéis claros e 
autonomia responsável

Confiar no modelo ou 
auditar continuamente

Ilusão de objetividade e 
reprodução de vieses

Sensing/ 
Seizing

Institucionalizar 
contestação informada

Realizar auditorias, testes de viés, 
mecanismos de explicabilidade e 
fóruns de questionamento

Tratar IA como projeto 
ou capacidade

Pilotos desconectados e baixa 
captura de valor sustentado

Transforming
Construir capacidade 
organizacional contínua

Integrar IA a estratégia, ao modelo 
operacional, aos incentivos, à 
formação de líderes e aos ritos de 
aprendizagem

Produzir alertas ou 
agir sobre eles

Acúmulo de sinais sem resposta 
organizacional

Sensing/ 
Seizing

Converter sinal analítico 
em prioridade e ação

Criar protocolos para alertas críticos, 
com responsáveis, prazos, recursos e 
escalonamento

Medir acurácia 
ou aprender 
organizacionalmente

Foco técnico sem revisão de 
práticas, incentivos e rotinas

Transforming
Transformar resultados 
em aprendizagem 
institucional

Revisar decisões apoiadas por IA, 
discutir erros, atualizar critérios e 
incorporar aprendizados

Capacidades dinâmicas e dilemas práticos da decisão com IA
Tabela 1.

A Tabela 1 traduz esse argumento em dilemas práticos. A coluna “papel da liderança” indica a responsa-
bilidade decisória; a coluna “implicação prática” traduz essa responsabilidade em mecanismos concretos 
de gestão. Essa distinção é importante: liderança define lógica, fronteiras e accountability; gestão transfor-
ma isso em processo, fórum, indicador, rotina e revisão.
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A Tabela também evidencia que maturidade em IA não se mede apenas por modelos desenvolvidos, 
processos automatizados ou volume de casos de uso. Mede-se também pela capacidade de decidir melhor 
com eles. No curto prazo, isso envolve mapear decisões críticas, classificar o grau adequado de automação 
e definir responsáveis. No médio prazo, redesenhar fóruns decisórios, auditorias, mecanismos de contes-
tação e protocolos de resposta a alertas. No longo prazo, o desafio é fazer com que a IA deixe de ser portfólio 
de projetos e passe a integrar uma capacidade organizacional contínua de sensing, seizing e transforming.

Essa visão está alinhada à perspectiva de Karl S. R. Warner e Maximilian Wäger14, para quem a transfor-
mação digital deve ser compreendida como um processo contínuo de renovação estratégica, sustentado 
por experimentação, aprendizagem e reconfiguração organizacional.

CONCLUSÃO: COMO LIDERAR QUANDO DECIDIR FICOU MAIS DIFÍCIL
Este artigo sustenta que o impacto mais profundo da IA não está apenas na automação de tarefas, mas 

na transformação das condições da decisão organizacional. Ao ampliar a disponibilidade de evidências e 
as possibilidades de rastreabilidade e feedback, a IA pode tornar mais visíveis incoerências entre discurso 
e prática, fragilidades de accountability e desalinhamentos entre estratégia e execução. Por isso, a pergun-
ta central não é “Como usar mais IA?”, mas “Quais decisões estamos dispostos a tornar mais explícitas, 
auditáveis e passíveis de responsabilização?”.

Para executivos e conselhos, cinco recomendações são centrais. Primeiro, classificar decisões em auto-
matizadas, assistidas e deliberativas. Segundo, explicitar critérios, trade-offs e objetivos que orientam os 
sistemas. Terceiro, preservar a accountability organizacional, sem transferi-la ao algoritmo, ao fornecedor 
ou à área técnica. Quarto, instituir auditoria, contestação e revisão contínua. Quinto, tratar IA como parte 
da capacidade organizacional, conectada à estratégia, à governança, à liderança e à aprendizagem.

Esses princípios ajudam a evitar dois extremos: o entusiasmo tecnocrático, que trata automação como 
progresso inevitável, e a resistência defensiva que rejeita a IA diante das mudanças que ela provoca. Entre 
ambos está a maturidade decisória: usar IA quando ela melhora a qualidade das evidências, a consistência 
e a aprendizagem; limitar seu uso quando houver o risco de comprometer legitimidade, julgamento ou 
responsabilidade; e redesenhar a organização quando o espelho revelar incoerências que não podem mais 
ser ignoradas.

Liderar na era da IA significa aceitar que decidir se tornou mais difícil. Não porque faltem dados, mas 
porque há mais evidências a interpretar. Não porque faltem modelos, mas porque há mais critérios a ex-
plicitar. Não porque falte tecnologia, mas porque há menos espaço para manter incoerências ocultas. A IA 
não substitui liderança. Ela expõe sua qualidade.
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Resumo
Objetivo: propor um framework diagnóstico das fricções humanas e 
organizacionais na adoção de Agentes de Inteligência Artificial (IA) 
em empresas brasileiras.

Estado da arte: modelos de aceitação de tecnologia (TAM/Utaut) 
e a literatura sobre confiança em automação identificam barreiras 
cognitivas e organizacionais à adoção, mas ainda oferecem 
poucos referenciais empíricos específicos para sistemas agênticos 
no contexto brasileiro. 

Escopo: survey exploratório estruturado com 48 executivos 
brasileiros, utilizando questões de seleção múltipla sobre 24 modos 
de falha predefinidos, totalizando 336 menções. 

Originalidade: o estudo propõe um framework diagnóstico 
organizado em três camadas — modos de falha observáveis, 
clusters de causa raiz e metaclusters de intervenção — integradas 
por uma jornada temporal de cinco fases, mostrando que 31% 
das fricções surgem antes do go-live. 

Impactos: o framework oferece um referencial para diagnosticar 
riscos e orientar intervenções em capacitação, gestão da mudança, 
design da solução e governança pós-implantação.

Palavras-chave: Agentes de IA, adoção de IA, fricções organizacionais, 
gestão da mudança, modelos mentais, transformação digital.

ODS: 8 – Trabalho decente e crescimento econômico, 9 – Indústria, 
inovação e infraestrutura, 17 – Parcerias e meios de implementação.

Objective: To propose a diagnostic framework for human and 
organizational frictions in the adoption of Artificial Intelligence 
Agents by Brazilian companies.

State of the art: Technology acceptance models (TAM/UTAUT) and 
the literature on trust in automation identify cognitive and 
organizational barriers to adoption, but still provide limited empirical 
guidance specifically for agentic systems in the Brazilian context.

Scope: An exploratory structured survey was conducted with 
48 Brazilian executives using multiple-response questions covering 
24 predefined failure modes, generating a total of 336 mentions.

Originality: The study proposes a diagnostic framework organized 
into three layers—observable failure modes, root-cause clusters, and 
intervention meta-clusters—integrated by a five-phase 
adoption journey, showing that 31% of frictions emerge before go-live.

Impacts: The framework provides a practical reference for diagnosing 
risks and guiding interventions in capability building, change 
management, solution design, and post-implementation governance.

Keywords: AI agents, artificial intelligence adoption, organizational 
frictions, change management, mental models, digital transformation.

SDGs: 8 – Decent Work and Economic Growth, 9 – Industry, Innovation 
and Infrastructure, 17 – Partnerships for the Goals.

ABSTRACT

A 
difusão de Agentes de Inteligência Artifi-
cial (IA) no ambiente corporativo repre-
senta uma das transformações mais sig-
nificativas do atual ciclo tecnológico. Di-
ferentemente de sistemas de automação 

convencionais, os Agentes de IA são sistemas 
capazes de perceber contextos, raciocinar sobre 
objetivos e executar sequências de ações com 
crescente grau de autonomia. Essas caracterís-
ticas os distinguem de ferramentas tradicionais 
de suporte à decisão e os posicionam como par-
ceiros funcionais no trabalho humano1.
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Contudo, a distância entre a promessa tecnológica e a adoção sustentável tem se mostrado sistematica-
mente subestimada. Relatórios de mercado indicam elevadas taxas de abandono de projetos-piloto de IA, 
atribuídas predominantemente a fatores não técnicos, como resistência das equipes, expectativas mal cali-
bradas e ausência de infraestrutura organizacional de suporte2. No Brasil, esse fenômeno ganha relevância 
diante do crescimento acelerado das iniciativas de transformação digital em empresas de médio e grande 
portes, frequentemente sem investimentos proporcionais em capacitação e gestão da mudança3.

Por que projetos com Agentes de IA falham nas empresas brasileiras? A pergunta é intencionalmente 
restrita às fricções humanas e organizacionais, assumindo que a solução técnica funciona conforme espe-
cificada. Essa delimitação não é arbitrária: ela emerge da observação direta do pesquisador principal em 
múltiplos projetos de implantação de Agentes de IA em empresas brasileiras. Em diversos casos, soluções 
tecnicamente bem desenvolvidas (sem falhas de código, arquitetura ou desempenho) foram abandonadas 
ou subutilizadas por razões que pouco tinham a ver com a tecnologia em si. 

Essa recorrência motivou uma reflexão sistemática sobre o que, afinal, estava falhando nesses projetos. 
Confrontada com a literatura sobre aceitação de tecnologia, confiança em automação e gestão da mudança, 
e refinada em discussão com os demais autores, essa reflexão levou à elaboração dos 24 modos de falha não 
técnicos que estruturam este estudo. A delimitação encontra respaldo na literatura, que converge ao indicar 
que o principal gargalo da adoção de IA não está no código, mas nas pessoas e nos processos4.

A contribuição central deste trabalho é dupla. Empiricamente, fornece um mapa estruturado das fric-
ções de adoção percebidas por praticantes brasileiros. Conceitualmente, integra e operacionaliza conceitos 
provenientes de diferentes tradições teóricas (aceitação de tecnologia, confiança em automação, viés de 
automação e gestão da mudança) em um modelo diagnóstico coerente e acionável.

ESTADO DA ARTE
Agentes de IA são sistemas computacionais que, dado um objetivo, planejam e executam sequências 

de ações com crescente grau de autonomia, interagindo com ferramentas externas, dados e pessoas5. Essa 
autonomia não elimina o papel humano. Evidências empíricas mostram que 74% dos agentes dependem 
primariamente de avaliação humana (human-in-the-loop evaluation) para operar.6 

Diferentemente de ferramentas passivas, que respondem a comandos e aguardam a próxima instrução, 
o Agente age, decide e produz consequências sem que o usuário inicie cada passo. Essa característica alte-
ra a natureza da interação entre usuário e tecnologia. Enquanto os modelos clássicos de aceitação, como 
TAM7 e Utaut8, procuram explicar por que um usuário adota ou rejeita uma tecnologia, sistemas agênticos 
introduzem uma questão adicional: quais tarefas podem ser delegadas ao agente e sob quais condições? Por 
isso, Aaron Baird e Likoebe Maruping9 propõem que esses sistemas sejam compreendidos por uma lente de 
delegação, e não apenas de aceitação. 

Há uma outra diferença a destacar. Os modelos clássicos foram concebidos para explicar a adoção da 
tecnologia após o primeiro contato. TAM e Utaut pressupõem que o usuário forma sua avaliação a partir da 
experiência de uso. Em Agentes de IA, contudo, a literatura de disconfirmação de expectativas demonstra 
que, quando expectativas pré-uso são elevadas e não confirmadas pela experiência, a descontinuação é 
mais intensa do que quando expectativas moderadas são confirmadas10. 

Agentes de IA combinam autonomia, aprendizado e inescrutabilidade — características que tornam a 
calibração de expectativas antes do primeiro contato estruturalmente difícil11. Adicionalmente, crenças 
pré-adoção e pós-adoção possuem antecedentes distintos: a fase anterior ao go-live é dominada por influên-
cia normativa e imagem percebida, não por experiência direta12. Isso sustenta tratar a preparação pré-uso 
como etapa própria do ciclo de adoção.

Uma dimensão adicional de falha opera em escala de tempo diferente: o colapso pós-piloto. A litera-
tura de Sistemas de Informação distingue adoção inicial de uso sustentado como fenômenos com ante-
cedentes próprios: satisfação e utilidade confirmada pós-uso são os determinantes do continuance, inde-
pendentemente das variáveis que predizem a adoção inicial13. Isso significa que um projeto pode superar 
as fricções de implantação e ainda assim colapsar por ausência de suporte estruturado, falta de champion 
interno14 ou seleção inadequada do caso de uso. Essas fragilidades só se tornam visíveis após a aparente 
estabilização do piloto. 
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Prontidão organizacional para IA envolve alinhamento estratégico, recursos, cultura, conhecimento e 
dados, não apenas infraestrutura técnica15. Especificamente no contexto brasileiro, a dependência de pa-
trocínio por um executivo individual figura como alavanca crítica que condiciona o avanço na jornada de 
transformação digital, tornando projetos de IA no Brasil particularmente vulneráveis à descontinuidade 
de patrocínio16.

Nenhum estudo empírico identificado trata especificamente das fricções organizacionais em projetos de 
Agentes de IA no contexto brasileiro. Para preencher essa lacuna, este estudo desenvolve e aplica um ins-
trumento de pesquisa voltado à identificação dessas fricções, organizando os resultados em um framework 
diagnóstico para apoiar sua compreensão e gestão.

MÉTODO
Este estudo adotou um survey exploratório estruturado, de natureza descritiva e propositiva, com seleção 

múltipla de modos de falha predefinidos e quantificação por frequência de menções. O estudo não buscou 
estimar prevalência populacional, validar dimensões latentes nem testar hipóteses causais: seu objetivo foi 
organizar percepções de praticantes em um modelo diagnóstico preliminar, passível de refinamento em 
investigações subsequentes. Esse posicionamento é coerente com o estágio ainda incipiente da literatura 
empírica sobre fricções de adoção de Agentes de IA no contexto brasileiro.

A pergunta central do instrumento foi: “A falha do Agente poderia ser explicada por qual(is) do(s) mo-
tivo(s) abaixo?”. Os respondentes selecionaram, entre 24 alternativas predefinidas, todas as fricções que 
reconheciam em sua experiência organizacional (seleção múltipla irrestrita). A unidade de análise foi a 
frequência de menção de cada fricção, não o número de pessoas que experimentaram cada falha.

 Os 24 modos de falha foram elaborados em quatro etapas. Na primeira, o pesquisador principal gerou 
um conjunto inicial de fricções potenciais a partir de experiência direta na implantação de Agentes de IA 
em empresas brasileiras de pequeno, médio e grande portes. Na segunda, os modos iniciais foram refinados 
conceitualmente com base em literatura das áreas de aceitação de tecnologia, confiança em automação e 
gestão da mudança, assegurando coerência com construtos estabelecidos e eliminando redundâncias. Na 
terceira, o instrumento foi submetido a avaliação por coautores e praticantes com experiência em projetos 
de IA, em processo de validação preliminar de face e conteúdo (avaliação qualitativa de clareza, relevância 
e suficiência dos itens, sem envolver testes estatísticos ou análise fatorial). Na quarta, após a coleta, os mo-
dos foram agrupados analiticamente em clusters por afinidade conceitual, em discussão entre os coautores. 
Ressalta-se que essa validação não foi independente, uma vez que os revisores eram coautores e praticantes 
próximos ao pesquisador principal (limitação declarada e consistente com o caráter exploratório do estu-
do). O instrumento foi aplicado via Google Forms em dezembro de 2025.

A amostra foi composta por 48 respondentes brasileiros, recrutados por duas vias: pela rede profissional 
dos pesquisadores (19 respondentes) e por um grupo de discussão sobre IA vinculado à rede Mercado & 
Opinião (29 respondentes). Entre os respondentes identificados, aproximadamente 87% ocupam posições 
de C-level, diretoria ou proprietários de empresas; os demais são consultores especializados e gestores de 
projetos de transformação digital. O porte das organizações representadas é heterogêneo: o subgrupo recru-
tado pela rede dos pesquisadores é composto predominantemente por empresas de pequeno porte no setor 
de TI, enquanto o subgrupo Mercado & Opinião é formado por executivos de grandes empresas com fatura-
mento superior a R$ 1 bilhão, atuando em setores diversos. Todos os respondentes com perfil identificado 
declararam experiência direta na condução de projetos de IA em suas organizações. Essa heterogeneidade 
de porte e setor reduziu o risco de que os padrões de fricção identificados sejam artefatos de um contexto 
organizacional específico.
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Fundamentação teórica dos clusters analíticos
Cluster de 
causa raiz Descrição Fundamentação 

conceitual

Desalinhamento 
de expectativas

Expectativas irreais sobre capacidades, autonomia e 
previsibilidade dos agentes.

Disconfirmação de expectativas; características 
ontológicas da IA; crenças pré-adoção17

Lacunas de 
conhecimento 

Compreensão insuficiente sobre o funcionamento, os 
limites e as formas adequadas de interação com agentes.

AI literacy18; modelos mentais em times 
humano-IA19

Dinâmicas de
 confiança 

Perda de confiança, percepção de risco e resistência ao 
uso dos agentes. 

Assimetria de confiança; resistência política em SI; 
resistência multinível20

Restrições 
cognitivas 

Limitações de capacidade para supervisionar, interpretar 
e incorporar agentes à rotina de trabalho. 

Supervisão humano-no-loop; ironias da IA21 

Adequação ao 
fluxo de trabalho

Desalinhamento entre agentes, tarefas, processos e 
sistemas organizacionais.

Task-technology fit22; envelopamento sociotécnico23

Infraestrutura 
organizacional

Insuficiência de condições organizacionais para sustentar 
a implantação e a continuidade do uso dos agentes.

Continuance em SI; teoria do champion; 
prontidão para IA24

Erros de seleção 
de caso de uso

Escolha inadequada de tarefas ou processos para 
aplicação de agentes de IA.

Falha em projetos de IA25; task-technology fit26

Tabela 1.

As 336 menções coletadas foram analisadas em três etapas analíticas sequenciais: 1) os 24 modos de falha 
foram agrupados em sete clusters de causa raiz por agrupamento analítico-dedutivo de afinidade conceitual, 
informado pela literatura e refinado por discussão entre os coautores (Tabela 1); 2) os sete clusters foram reor-
ganizados em quatro metaclusters de intervenção, orientados pela pergunta: “Que tipo de ação organizacional 
endereça este cluster?”; e 3) cada modo de falha foi posicionado em uma jornada temporal de cinco fases, 
identificando em qual momento do ciclo de adoção a fricção tipicamente se manifesta pela primeira vez. A 
fase temporal não foi selecionada pelos respondentes: foi atribuída analiticamente pelos autores com base no 
momento em que cada fricção tende a emergir no ciclo de adoção, conforme padrões observados na experiên-
cia aplicada e consistentes com a literatura sobre ciclos de implementação de tecnologia.

RESULTADOS
Os resultados revelam um padrão consistente de fricções ao longo do ciclo de adoção, sintetiza-

do no framework diagnóstico proposto (referido nas seções seguintes como “framework proposto”).  
A  frequência percentual de cada categoria é calculada em relação ao total de 336 menções, e não ao número  
de respondentes.

Camada 1: os 24 modos de falha observáveis
A Camada 1 representa as fricções na linguagem do dia a dia, aquilo que executivos e equipes perce-

bem e descrevem quando um projeto de IA enfrenta dificuldades. A Tabela 1 apresenta a lista completa de  
24 modos de falha, ordenados por número de votos, com indicação da fase temporal e do cluster de causa 
raiz correspondentes.
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24 modos de falha observáveis em projetos de Agentes de IA
Modo de falha Votos Fase temporal Cluster de causa raiz

Crença de que o agente resolve 100% do problema 31 Pré-implantação Desalinhamento de expectativas

Crença de que o agente resolve o problema sozinho 30 Pré-implantação Desalinhamento de expectativas

Subestimação da complexidade da tarefa 21 Pré-implantação Lacunas de conhecimento

Medo de interferir por falta de 
compreensão do agente

19 Uso inicial Lacunas de conhecimento

Definição inadequada das responsabilidades 
pelos dados de entrada

19 Implantação inicial Adequação ao fluxo de trabalho

Ausência de infraestrutura de suporte 
no pós-implantação

19 Percepção tardia Infraestrutura organizacional

Perda de confiança após um único erro do agente 18 Uso inicial Dinâmicas de confiança

Modelo mental equivocado 
(agente como “app” controlável)

18 Implantação inicial Lacunas de conhecimento

Confusão entre modo agêntico e modo manual 15 Implantação inicial Lacunas de conhecimento

Medo de substituição do funcionário 14 Pré-implantação Dinâmicas de confiança

Escolha inadequada da tarefa para o agente 14 Percepção tardia Erros de seleção de caso de uso

Ausência de champion/patrocinador 
no pós-implantação

14 Percepção tardia Infraestrutura organizacional

Falta de integração dos outputs aos 
sistemas legados

13 Uso contínuo Adequação ao fluxo de trabalho

Dificuldade de adaptação à nova rotina agêntica 12 Uso inicial Restrições cognitivas

Medo de sugerir mudanças (“pode travar tudo”) 10 Uso contínuo Infraestrutura organizacional

Escolha de tarefa de baixo valor para o agente 10 Percepção tardia Erros de seleção de caso de uso

Sobrecarga cognitiva (“impossível revisar tudo”) 9 Uso contínuo Restrições cognitivas

Paralisação à espera do “sistema pronto” 9 Implantação inicial Infraestrutura organizacional

Exigência de visibilidade total em ferramenta opaca 8 Pré-implantação Desalinhamento de expectativas

Escolha inadequada de plataforma/interface 8 Implantação inicial Adequação ao fluxo de trabalho

Desejo de maior participação do funcionário 
no processo agêntico

7 Uso contínuo Desalinhamento de expectativas

Lentidão excessiva do agente (latência) 7 Uso inicial Restrições cognitivas

Dinâmica de competição/exposição 
(agente “revela” padrões)

6 Uso contínuo Dinâmicas de confiança

Produtividade excessiva do agente 
(estresse/sobrecarga) 5 Uso contínuo Restrições cognitivas

Tabela 2.

Nota: Elaborado pelos autores a partir dos dados da pesquisa (n=48; total de menções=336; resposta múltipla).
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Os dois modos mais citados — “Crença de que o agente resolve 100% do problema” (31 votos; 9,2%) e 
“Crença de que o agente resolve o problema sozinho” (30 votos; 8,9%) — pertencem à fase pré-implantação 
e apontam para um “paradoxo pré-implantação”: a adoção fracassa antes mesmo de começar, condiciona-
da por expectativas de onisciência e autonomia que nenhum sistema agêntico disponível é projetado para 
atender.

Camada 2: os 7 clusters de causa raiz
Os sete clusters identificados distribuem-se da seguinte forma: Desalinhamento de expectativas (76 men-

ções; 22,6%), Lacunas de conhecimento e compreensão (73; 21,7%), Infraestrutura e suporte organizacional 
(52; 15,5%), Adequação e integração ao fluxo de trabalho (40; 11,9%), Dinâmicas de confiança e política (38; 
11,3%), Restrições cognitivas e de capacidade (33; 9,8%) e Erros de seleção de caso de uso (24; 7,1%). A Figura 
2 apresenta essa distribuição visualmente.

Distribuição percentual das menções por cluster de causa raiz (base=336; resposta múltipla) 
Distribuição de falhas por cluster de causa raiz

Figura 1.

Adequação e interação 
ao fluxo de trabalho Lacunas de 

conhecimento 
e compreensão

Desalinhamento 
de expectativas

Tipo de intervenção

Capacitação e alinhamento

Gestão de mudança

Design de solução

Governança e suporte
Erros de seleção 
de casos de uso

Infraestrutura 
e suporte 
organizacional

Dinâmicas
de confiança
e política

Restrições cognitivas 
e de capacidade

Juntos, “Desalinhamento de expectativas” e “Lacunas de conhecimento e compreensão” respondem por 
44,3% de todas as fricções identificadas. Esse resultado aponta para a dimensão cognitiva e educacional 
como o vetor dominante de falha na adoção de Agentes de IA. Os dois clusters diretamente relacionados 
à tecnologia — “Adequação e integração ao fluxo de trabalho” (11,9%) e “Erros de seleção de caso de uso” 
(7,1%) — somam apenas 19% das menções, sugerindo que os principais pontos de atenção percebidos pelos 
respondentes se concentram em dimensões humanas, cognitivas e organizacionais.
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Camada 3: os 4 metaclusters de intervenção
A Camada 3 organiza os clusters de causa raiz em quatro metaclusters estratégicos, orientados pela per-

gunta: “Que tipo de intervenção organizacional endereça este conjunto de fricções?”: a) Capacitação e Ali-
nhamento (44,3% das menções), que abrange desalinhamento de expectativas e lacunas de conhecimento; 
b) Gestão da Mudança (21,1%), que engloba dinâmicas de confiança/política e restrições cognitivas/capaci-
dade; c) Design de Solução (19,0%), que abarca adequação ao fluxo de trabalho e erros de seleção de caso de 
uso; e d) Governança e Suporte (15,5%), que inclui infraestrutura e suporte organizacional.

A jornada temporal: quando as fricções aparecem
Os modos de falha também podem ser lidos ao longo de uma jornada temporal de cinco fases. A distri-

buição por fase revela: Mentalidade pré-implantação (104 menções; 31,0%), Implantação inicial/Primeiro 
contato (69; 20,5%), Percepção tardia/Lacunas estruturais (57; 17,0%), Uso inicial — primeiras semanas (56; 
16,7%) e Uso contínuo — fricção persistente (50; 14,9%). A Figura 2 apresenta essa distribuição visualmente. 

Jornada temporal das fricções de adoção de Agentes de IA: distribuição percentual das menções 
por fase do ciclo de implantação (base=336, resposta múltipla)

Figura 2.

A leitura temporal evidencia três padrões complementares. Primeiro, a concentração de fricções antes 
do go-live (31% na fase pré-implantação) sugere que o risco de insucesso é frequentemente construído ainda 
na fase de concepção, quando expectativas e modelos mentais são definidos e ansiedades organizacionais 
se consolidam. Segundo, observa-se um “vale de adoção” nas fases iniciais (implantação e primeiras sema-
nas), no qual papéis ainda estão em ajuste e pequenos deslizes do Agente tendem a ter efeito despropor-
cional sobre a confiança. Terceiro, há um padrão de “recaída tardia” (o “piloto que morre depois” (17%)), 
quando dívidas estruturais de governança, suporte e validação do caso de uso só se tornam visíveis após a 
aparente estabilização do piloto.

Nota. As setas indicam a sequência temporal das fases.
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DISCUSSÃO
Quase metade das fricções identificadas (44,3%) concentra-se em apenas dois clusters: desalinhamento de 

expectativas e lacunas de conhecimento. Fred Davis27, já em 1989, apontava que a percepção de utilidade e a de 
facilidade de uso são fundamentalmente construídas socialmente, dependentes das expectativas prévias do 
usuário. No caso de Agentes de IA, esse processo é amplificado pelo fenômeno do antropomorfismo28: a “apa-
rência” de inteligência conversacional cria expectativas de onisciência e autonomia que os sistemas não são 
projetados para cumprir. Estudos recentes mostram como a supervisão humana é estruturalmente necessária 
na implementação de sistemas agênticos29. Organizações que não preparam seus times para o papel de revisor 
ativo correm o risco de vivenciar o “paradoxo pré-implantação” identificado neste estudo.

Do ponto de vista da gestão, as primeiras semanas de uso são o período de maior risco para o projeto. A 
importância de falhas por perda de confiança nos agentes após um único erro confirma achados da literatu-
ra acadêmica30. O conceito de “tolerância zero a erros” que emerge dos dados é preocupante em contextos 
de IA agêntica, em que erros ocasionais são inerentes à natureza probabilística dos sistemas. Gestores pre-
cisam construir ativamente uma “cultura de erro como aprendizado” antes e durante a implantação.

A fase de “Percepção tardia/Lacunas estruturais” (17% das fricções) revela o padrão do “piloto que morre 
depois”: projetos que aparentemente funcionaram no piloto, mas colapsam na operação contínua. Esse 
padrão é consistente com o que John Kotter31 identifica como ausência de consolidação de ganhos e de 
institucionalização da mudança. No contexto brasileiro, Lia Piovesan, Antônio Thomé, Rodrigo Caiado e 
Renan Santos (2026)32 indicam que a dependência de patrocínio executivo individual torna projetos espe-
cialmente vulneráveis quando esse patrocínio é removido, resultado que encontra eco direto no modo de 
falha “ausência de champion/patrocinador no pós-implantação” (14 votos).

Esses achados não são independentes: formam um sistema de fricções que se reforçam mutuamente ao 
longo da jornada de adoção. Três mecanismos ajudam a compreender essa dinâmica.

Primeiro, o desalinhamento de expectativas na fase pré-implantação amplia o colapso de confiança nas 
primeiras semanas de uso. Quando o usuário chega ao primeiro contato esperando autonomia e completu-
de que o agente não oferece, o primeiro erro é medido contra um padrão irrealista. Isso torna a destruição 
de confiança não apenas mais provável, mas mais intensa e mais difícil de reverter. 

Segundo, as lacunas de conhecimento e compreensão bifurcam-se em duas trajetórias de falha distin-
tas a partir de uma mesma raiz cognitiva: de um lado, o usuário sem modelo mental adequado tende a 
revisar tudo que o agente produz, anulando os ganhos de produtividade esperados33; de outro, a mesma 
incompreensão leva à definição inadequada de quem fornece o que ao agente e de quando intervir, gerando 
responsabilidades de input mal delimitadas e confusão no modo híbrido34. Ambas as trajetórias manifes-
tam-se com intensidade distinta ao longo da jornada: a sobrecarga cognitiva tende a emergir nas primeiras 
semanas de uso, enquanto a falha de encaixe se consolida já na implantação inicial. 

Terceiro, a ausência de governança na fase pré-implantação produz dívida estrutural que só se torna visí-
vel tardiamente: projetos que não definiram champion, suporte e critérios de validação do caso de uso antes 
do go-live acumulam passivos que emergem exatamente quando o piloto parece ter sido bem-sucedido (o 
padrão do “piloto que morre depois”). O alinhamento de expectativas antes do go-live é condição necessária 
(mas não suficiente) para evitar o colapso de confiança nas primeiras semanas; e a governança pós-piloto 
precisa ser desenhada antes da implantação, não como resposta a problemas que já se manifestaram.

IMPLICAÇÕES TEÓRICAS E PRÁTICAS 
 Este estudo traz contribuições teóricas e práticas. Em termos de contribuições teóricas, destacam-se 

quatro principais. Primeiro, este estudo operacionaliza construtos abstratos da literatura de aceitação de 
tecnologia e confiança em automação em fricções concretas e observáveis, diretamente utilizáveis para 
diagnóstico organizacional. Segundo, introduz a dimensão temporal como eixo organizador, complemen-
tando modelos transversais como TAM/Utaut com uma perspectiva longitudinal do ciclo de adoção. Ter-
ceiro, contextualiza esses fenômenos no ambiente organizacional brasileiro, em que características recor-
rentes (como adoção fortemente dependente de patrocínio executivo35 e heterogeneidade de maturidade 
digital entre setores) modulam a intensidade das fricções identificadas. Quarto, e mais diretamente em 
resposta às lacunas dos modelos existentes: TAM e Utaut modelam intenção de uso pressupondo que o 
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usuário já interagiu com o sistema, enquanto este estudo evidencia que aproximadamente 31% das fricções 
emergem antes desse primeiro contato. Essa fase pré-implantação — dominada por expectativas irrealistas 
— não é captada pelos modelos de aceitação convencionais e constitui o principal ponto de avanço teórico 
deste framework diagnóstico. Embora essas tradições sejam frequentemente mobilizadas de maneira se-
parada na literatura, a contribuição deste artigo está em integrá-las em um modelo único organizado por 
modos de falha observáveis, clusters de causa raiz e fases temporais de adoção, tornando-as operacionais 
para o diagnóstico organizacional.

Em termos de contribuições práticas, quatro achados merecem atenção dos gestores. Primeiro, mais de 
80% das fricções identificadas estão associadas a fatores humanos e organizacionais, sugerindo que as or-
ganizações não devem se ater unicamente à otimização técnica, mas também à preparação das pessoas e 
da organização. Segundo, o risco de falha começa antes da implantação: 31% das fricções emergem na fase 
pré-implantação, indicando que a gestão de expectativas e a preparação cognitiva das equipes constituem 
dimensões críticas, frequentemente subestimadas na prática gerencial. Terceiro, a confiança é assimétrica 
e frágil: um único erro do agente pode comprometer a confiança construída ao longo de semanas. Por fim, a 
sustentabilidade dos projetos depende da governança pós-implantação: iniciativas sem champion, suporte 
estruturado e validação rigorosa do caso de uso tendem a perder tração após a fase-piloto.

Com base nos achados, propõe-se um roteiro executivo organizado pelas cinco fases da jornada temporal 
identificada no estudo. A Tabela 3 traduz o framework diagnóstico em perguntas de diagnóstico e ações 
concretas para cada fase.

Tabela 3.

Roteiro executivo para reduzir fricções na adoção de Agentes de IA
Fase Sinais 

de risco
Perguntas 
diagnósticas

Ações 
recomendadas Metacluster

Pré-
implantação

Expectativas irrealistas, 
ansiedade de 
substituição, demanda 
por visibilidade total

O time sabe o que 
o agente não faz? 
Estão definidos os 
papéis humanos 
pós-implantação?

Realizar workshop de alinhamento de expectativas 
e limites do agente com usuários, liderança e 
patrocinadores
Comunicar explicitamente as responsabilidades que 
permanecem sob controle humano

Capacitação 
e 
Alinhamento

Implantação 
inicial/ 
Primeiro 
contato

Inputs mal definidos, 
confusão sobre 
quando usar agente vs. 
operar manualmente, 
paralisação por 
indefinição

Está claro quem fornece 
o que ao agente? 
Foi definido quando 
a equipe deve operar 
manualmente?

Definir um protocolo de operação híbrida
Estabelecer matriz de responsabilidades pelos inputs, 
critérios explícitos para intervenção humana e fluxo de 
exceção para situações fora do escopo do agente

Design 
de 
Solução

Uso inicial 
(primeiras 
semanas)

Baixa tolerância 
ao erro, medo de 
interferir, dificuldade de 
adaptação à nova rotina

Há clareza em como o 
primeiro erro visível do 
agente será tratado? 
A equipe sabe quando 
e como intervir?

Implementar protocolo de primeiros erros: enquadrar 
falhas iniciais como oportunidades de melhoria, 
e não como evidência de fracasso
Oferecer suporte intensivo e canal de dúvidas de 
fácil acesso

Gestão 
da 
Mudança

Uso 
contínuo

Sobrecarga cognitiva 
de revisão, outputs que 
não integram sistemas 
legados, fricções 
persistentes não 
resolvidas

O agente reduziu 
ou apenas deslocou 
o trabalho? 
A integração com os 
sistemas existentes está 
funcionando?

Revisar a carga cognitiva de supervisão e redesenhar o 
fluxo, se necessário
Auditar a integração com os sistemas legados
Coletar feedback estruturado da equipe sobre fricções 
persistentes

Design de 
Solução/ 
Gestão da 
Mudança

Pós-piloto/ 
Percepção 
tardia

Perda de engajamento 
após piloto, ausência 
de champion, caso 
de uso de baixo valor 
revelado tarde

Há um responsável pelo 
agente após o piloto? 
O caso de uso ainda faz 
sentido estratégico?

Designar formalmente um champion interno, definindo 
mandato, métricas e periodicidade de revisão
Estabelecer  responsabilidades pela manutenção 
do agente, coleta de feedback e articulação 
com equipe técnica
Revisar o valor do caso de uso e estabelecer métricas 
de acompanhamento de longo prazo

Governança
e 
Suporte

Nota: Elaborado pelos autores com base nos resultados da pesquisa. Metaclusters conforme framework proposto (Figura 1).
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Este estudo apresenta limitações inerentes ao seu caráter exploratório. A amostra é não probabilística e 
relativamente reduzida (n = 48), o que impede generalizações estatísticas e torna os resultados mais ade-
quados à proposição de um framework diagnóstico do que à estimação de prevalências populacionais. Além 
disso, os 24 modos de falha foram definidos previamente pelos autores a partir de experiência aplicada e 
posteriormente refinados à luz da literatura, o que restringe a identificação de fricções não contempladas 
pelo instrumento. Os clusters analíticos e a dimensão temporal propostos constituem interpretações deri-
vadas da análise dos autores e ainda carecem de validação quantitativa.

Essas limitações apontam para uma agenda de pesquisa que inclui estudos longitudinais acompanhando 
projetos reais ao longo das cinco fases propostas, de modo a validar a sequência e a intensidade das fricções; 
investigações sobre o papel de moderadores contextuais, como cultura organizacional, maturidade digital 
e setor de atividade; replicações em outros países da América Latina, permitindo identificar padrões cultu-
rais na adoção de Agentes de IA; e estudos quasi-experimentais que avaliem a efetividade do framework e 
das intervenções propostas para reduzir fricções e aumentar a sustentabilidade da implantação de agentes.
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Q
uando sistemas automatizados assumem a 
prerrogativa da escolha1, ela passa a influen-
ciar diretamente os resultados do negócio. 
Ao recomendar, priorizar2, responder, per-
sonalizar ou negar uma solicitação, ela passa 

                 a participar da relação com o cliente. Embo-
ra essa interação possa parecer simples para quem 
a observa de fora, sua natureza relacional mudou.

Hoje, o gestor enfrenta um desafio difícil de 
equacionar. Existe forte pressão para automatizar 
processos e reduzir custos, mas a régua para medir 
o sucesso continua sendo a mesma do passado: pro-
dutividade, escala e conversão. O problema é que a 
planilha não captura tudo o que importa. O gestor 
mede o que é fácil de medir, não necessariamente 
o que importa. Indicadores tradicionais ignoram o 
impacto na relação com o cliente. Na prática, o que 
a empresa celebra internamente como eficiência 
pode ser recebido na outra ponta como frieza, in-
vasão ou descaso.

Resumo

Objective: To analyze how artificial intelligence (AI) is reshaping 
the development of trust and loyalty in customer relationships.

State of the art: The literature documents efficiency gains 
associated with AI, as well as risks such as algorithm aversion, lack 
of decision transparency, loss of autonomy, cognitive overload, and 
erosion of trust. However, these insights have yet to be translated 
into practical decision criteria that managers can apply in everyday 
organizational settings.

Originality: This article introduces the concept of Assisted 
Relational Intelligence and proposes a managerial decision 
tool that integrates research on algorithmic trust, human–AI 
interaction, customer experience, and service recovery into a 
practical framework for calibrating automation decisions.

Impacts: The article presents a diagnostic matrix to help managers 
calibrate automation throughout the customer journey while 
preserving the quality of customer relationships.

Keywords: artificial intelligence, customer relationship 
management, trust, loyalty, managerial decision-making.

SDGs: SDG 8 – Decent Work and Economic Growth, 
SDG 9 – Industry, Innovation and Infrastructure, and 
SDG 12 – Responsible Consumption and Production.

ABSTRACT

Objetivo: analisar como a inteligência artificial (IA) altera a 
construção da confiança e da lealdade no relacionamento 
com clientes.

Estado da arte: a literatura descreve ganhos de eficiência associados 
à IA, além de riscos como aversão algorítmica, falta de transparência 
decisória, perda de autonomia, sobrecarga cognitiva e fragilização 
da confiança. Falta traduzir essas discussões em critérios simples
 de decisão para gestores.

Originalidade: a contribuição está em propor o conceito de 
Inteligência Relacional Assistida e criar um instrumento aplicado
 à decisão gerencial integrando conceitos de confiança 
algorítmica, interação humano-IA, experiência do cliente e 
recuperação de serviços. 

Impactos: o artigo apresenta uma matriz diagnóstica para 
apoiar gestores na calibragem da automação ao longo da 
jornada do cliente.

Palavras-chave: inteligência artificial, relacionamento com 
clientes, confiança, lealdade, decisão gerencial.

ODS: 8 – Trabalho decente e crescimento econômico, 9 – Indústria, 
inovação e infraestrutura, 12 – Consumo e produção responsáveis.
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É essa lacuna que este artigo procura preencher. As organizações já dispõem de métricas consolidadas 
para acompanhar custo, tempo de resposta, conversão e produtividade, mas ainda contam com poucos 
instrumentos para avaliar quando a automação começa a comprometer confiança, autonomia, legibilidade 
das decisões e percepção de cuidado3. O risco costuma aparecer tardiamente, quando já se traduz em recla-
mações, abandono ou perda silenciosa da relação.

O maior desafio dos gestores quando o tema é a implementação de IA, é definir os limites de atuação dela 
no relacionamento com clientes. Em quais momentos a automação simplifica a experiência? Em quais come-
ça a empobrecê-la? Quando a personalização gera valor e quando passa a comprometer a autonomia perce-
bida? Em que situações o atendimento humano deve ser acionado como mecanismo de confiança e reparo?

Este artigo responde a essas questões com duas contribuições. A primeira é o conceito de Inteligência 
Relacional Assistida, entendido como o uso deliberado da IA para aumentar eficiência sem deteriorar os 
fundamentos da relação com o cliente. A segunda é uma matriz diagnóstica que traduz conceitos da lite-
ratura sobre confiança algorítmica, interação humano-IA, experiência do cliente e recuperação de serviços 
em sinais observáveis, riscos relacionais, decisões gerenciais e indicadores de acompanhamento.

Trata-se de artigo conceitual e propositivo. A matriz é apresentada como uma proposta analítica e estra-
tégica, sem pretensão de constituir uma escala validada ou um modelo preditivo. Sua construção resulta 
da integração da literatura com a observação de práticas organizacionais em projetos de automação e rela-
cionamento com clientes. Seu principal valor está em oferecer uma lógica gerencial para orientar decisões 
antes que ganhos de eficiência produzam efeitos relacionais difíceis de corrigir.

O PROBLEMA GERENCIAL DA AUTOMAÇÃO RELACIONAL
A IA já opera como infraestrutura básica em muitos pontos de contato e jornadas de cliente. Sistemas de 

recomendação, atendimento automatizado, personalização dinâmica e modelos preditivos deixaram de ser 
recursos acessórios4 e passaram a orquestrar grande parte das interações. Em muitos casos, são eles que 
definem o que o cliente vê, o que recebe, quanto espera, quais opções encontra e até que tipo de resposta 
considera possível.

Essa transformação altera a natureza da confiança. Nas relações mais tradicionais, ela se construía a 
partir de sinais humanos e organizacionais, como competência, previsibilidade, benevolência percebida, 
justiça e capacidade de ajuda ou reparo5. Com sistemas algorítmicos, parte desses sinais passa a ser mediada 
por decisões invisíveis. O cliente pode não conhecer o funcionamento do modelo, mas interpreta seus efei-
tos, ainda que de maneira intuitiva. Uma oferta excessivamente específica, uma negativa automática sem 
explicação ou um bot que insiste em encerrar o atendimento tornam-se sinais sobre a intenção da empresa.

A literatura vem mostrando que a confiança em algoritmos varia conforme a tarefa, o risco percebido e 
a possibilidade de correção. Em algumas situações, as pessoas passam a rejeitar algoritmos rapidamente 
depois de observar erro6. Em outras, preferem recomendações automatizadas quando a tarefa é objetiva e 
mensurável7. A questão gerencial nasce justamente desse paradoxo. A mesma IA que simplifica uma com-
pra recorrente pode gerar resistência quando passa a atuar em situações sensíveis, ambíguas ou emocional-
mente carregadas8.

A personalização baseada em dados amplia essa tensão. Ela pode tornar a oferta mais relevante e reduzir 
o esforço do cliente, mas também pode provocar desconforto quando o uso dos dados parece excessivo ou 
pouco transparente9. O que está em jogo é a percepção de que a empresa respeita a autonomia do cliente10, 
adota critérios legítimos e oferece uma alternativa quando a interação não resolve a demanda. 

Com a IA generativa, esse desafio intensifica-se. A fluidez e velocidade dos modelos de IA criam uma 
expectativa de compreensão que nem sempre pode ser atendida. Quando a resposta soa natural, mas não 
demonstra entendimento da situação, a frustração tende a ser maior do que em sistemas tradicionais ba-
seados em regras. O cliente espera inteligência, contexto e algum grau de cuidado, mas recebe uma resposta 
correta na forma e pobre na relação11.

Essa erosão da confiança raramente decorre de um único erro. Um atendimento pouco sensível pode ser 
tolerado ocasionalmente; uma recomendação invasiva pode ser aceita se gerar valor imediato; uma explica-
ção insuficiente pode passar despercebida em interações de baixo envolvimento. O problema surge quando 
essas pequenas decisões se repetem e se tornam padrão. Então, a relação passa a ser percebida como auto-
mática, rígida ou distante demais.
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É justamente esse processo que os instrumentos e métricas tradicionais nem sempre capturam ou aca-
bam interpretando de maneira equivocada. Os indicadores operacionais permanecem positivos enquanto 
a relação se desgasta silenciosamente. O tempo médio de atendimento cai, o custo por contato melhora e a 
conversão aumenta em um determinado fluxo, mas o cliente aprende, pouco a pouco, que a empresa ficou 
menos acessível, menos transparente e menos responsável quando algo foge do padrão. A Tabela 1 sintetiza 
os principais dilemas relacionais que surgem quando decisões de automação são avaliadas apenas por in-
dicadores de eficiência operacional.

Dilemas relacionais da automação em jornadas de clientes 

Dilema Como aparece na jornada Risco relacional

Empatia 
simulada

O sistema usa linguagem fluida, mas não reconhece 
nuances emocionais ou situações de urgência.

O cliente interpreta a interação como cuidado superficial 
ou falta de sensibilidade.

Eficiência 
estéril

A resposta é rápida, mas rígida diante de situações 
ambíguas ou sensíveis.

A empresa passa a parecer mais preocupada em 
encerrar o contato do que em resolver o problema.

Personalização 
invasiva

A recomendação antecipa necessidades de maneira 
excessiva ou sem explicação suficiente.

A oferta deixa de ser percebida como relevante e passa a 
ser vista como invasiva.

Fadiga 
cognitiva

A IA amplia opções, mensagens e recomendações em 
vez de simplificar a decisão.

A sobrecarga de informação aumenta o esforço do cliente 
e favorece o abandono silencioso.

Caixa-preta
O cliente recebe uma decisão ou recomendação sem 
entender sua lógica básica.

A opacidade gera percepção de arbitrariedade, injustiça 
ou uso inadequado de dados.

Tabela 1.

INTELIGÊNCIA RELACIONAL ASSISTIDA
Inteligência Relacional Assistida é o uso da IA orientado por um critério relacional explícito. A proposta 

define limites, responsabilidades e rotas de exceção antes que a automação seja ampliada ao longo da jor-
nada do cliente.

A principal diferença em relação a abordagens de customer experience, service recovery ou confiança 
algorítmica está na lógica da decisão. Em vez de perguntar apenas onde a IA pode gerar ganhos de eficiên-
cia, a Inteligência Relacional Assistida desloca o foco para os efeitos de cada decisão de automação sobre a 
relação com o cliente. A partir dessa perspectiva, quatro escolhas gerenciais tornam-se centrais: onde auto-
matizar, quando personalizar, quando explicar e quando escalar para o atendimento humano.

A contribuição da proposta está na integração de conceitos como confiança, autonomia, legibilidade, 
carga cognitiva e reparos em um modelo de decisão. O que ainda falta para muitos gestores é uma forma 
simples de mapear esses fatores e incorporá-los às decisões cotidianas. A matriz procura preencher essa 
lacuna, ao transformar conceitos em sinais observáveis e decisões gerenciais.
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A Figura 1 resume esse processo decisório, mostrando como tecnologias de IA passam por escolhas ge-
renciais antes de produzir efeitos sobre confiança e lealdade. A tecnologia representa uma possibilidade, 
mas a qualidade da relação depende das decisões que orientam sua utilização.

ONDE AUTOMATIZAR? (eficiência vs. eficácia)

QUANDO PERSONALIZAR? (relevância vs. intrusão)

QUANDO EXPLICAR? (transparência e confiança)

QUANDO ENVOLVER HUMANOS? (Human-in-the-loop)? (empatia e complexidade)

Estrutura conceitual para Gestão Executiva

Arquitetura decisória da Inteligência Relacional Assistida 
Figura 1.

TECNOLOGIAS DE IA

DECISÕES DE CALIBRAGEM DE AUTOMAÇÃO

DIMENSÕES DA QUALIDADE RELACIONAL

LEALDADE DO CLIENTE

AUTOMAÇÃO 
DE 
PROCESSO

CONSISTÊNCIA 
RELACIONAL

AUTONOMIA 
PERCEBIDA

LEGIBILIDADE 
ALGORÍTMICA

CARGA 
COGNITIVA

CAPACIDADE 
DE REPARO

PERSONALIZAÇÃO 
DE 
CONTEÚDO

ATENDIMENTO 
GENERATIVO 
(CHATBOTS)

CONFIANÇA LEALDADE SATISFAÇÃO
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A arquitetura mostra que automação, personalização e atendimento generativo raramente produzem, 
por si sós, confiança ou lealdade. Esses efeitos dependem da forma como a tecnologia é calibrada ao longo 
da jornada. É possível utilizar IA em grande escala e, ao mesmo tempo, preservar a qualidade da relação, 
desde que sejam mantidas consistência, autonomia, legibilidade, carga cognitiva e capacidade de reparo. 
Por outro lado, uma organização pode adotar soluções tecnicamente sofisticadas e, ainda assim, construir 
uma experiência percebida como fria, rígida ou arbitrária.

MATRIZ DIAGNÓSTICA E USO GERENCIAL
A matriz diagnóstica foi concebida como um instrumento de apoio à decisão gerencial. Ela organiza-se 

em cinco dimensões relacionais, selecionadas tanto por sua recorrência na literatura quanto por correspon-
derem a decisões que gestores precisam tomar em jornadas automatizadas: preservar a consistência, garan-
tir autonomia, tornar a lógica das decisões mais legível, reduzir a carga cognitiva e assegurar mecanismos 
de reparo quando a automação falha.

Sua aplicação é voltada para pontos da jornada em que a IA decide, recomenda, filtra, responde ou subs-
titui uma interação humana. O uso é simples: o gestor observa sinais, interpreta o risco relacional, define 
a intervenção e acompanha indicadores. O objetivo é identificar onde a automação precisa ser recalibrada, 
em vez de atribuir uma nota abstrata à experiência do cliente. A Tabela 2 apresenta a matriz diagnóstica. 
Para cada dimensão relacional, ela identifica sinais observáveis, riscos associados, decisões gerenciais re-
comendadas e possíveis indicadores de acompanhamento.

Matriz diagnóstica da Inteligência Relacional Assistida12

Dimensão Sinais Risco Decisão gerencial Indicadores

Consistência 
relacional

Respostas diferentes para 
demandas equivalentes; 
mudanças frequentes 
de regra; exceções sem 
explicação.

Perda de previsibilidade 
e sensação de 
arbitrariedade.

Limitar variações automáticas 
em demandas recorrentes; 
padronizar fluxos críticos; 
registrar exceções.

Novo contato pela mesma 
demanda em até 48 h; 
divergência de resposta por 
canal.

Autonomia 
percebida

Cliques exploratórios sem 
conclusão; abandono em 
fluxos fechados; rejeição 
repetida de recomendações.

Perda de sensação de 
controle e resistência à 
interação.

Tornar as escolhas explícitas; 
oferecer opt-out; permitir 
alternativa manual ou campo 
aberto em decisões sensíveis.

Abandono após recomendações 
recusadas; uso de opt-out; taxa 
de edição de preferências.

Legibilidade 
algorítmica

Perguntas como “por que 
recebi isso?”; baixa aceitação 
de ofertas; reclamações 
sobre uso de dados.

Opacidade percebida 
como invasão, 
irrelevância ou 
injustiça.

Explicar a lógica em linguagem 
simples; indicar categorias 
gerais de decisão; evitar 
personalização que pareça 
excessivamente intrusiva.

Solicitações de explicação; 
rejeição de ofertas 
personalizadas; reclamações 
sobre privacidade.

Carga 
cognitiva13

Aumento do tempo para 
concluir tarefa simples; 
desistência em etapas 
de escolha; comparação 
excessiva de opções.

Sobrecarga 
informacional e 
paralisia decisória.

Usar IA para reduzir opções e 
destacar as mais relevantes; 
separar informações essenciais 
das complementares.

Tempo de conclusão de tarefa; 
abandono por etapa; número de 
interações até conclusão.

Capacidade 
de reparo14

Reação negativa a erro do 
bot; repetição do mesmo 
problema; dificuldade para 
falar com um atendente 
humano.

Ruptura de confiança e 
percepção de descaso 
institucional.

Garantir escalonamento 
humano rápido, com 
visibilidade e autonomia para 
resolver o problema; registrar 
falha para aperfeiçoar o fluxo.

Resolução no primeiro contato 
humano após a falha; tempo até 
o escalonamento; reincidência 
do problema.

Tabela 2.
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A relevância de cada dimensão varia conforme o contexto da interação. Em serviços padronizados, fa-
lhas de consistência tendem a gerar sensação de arbitrariedade. Em situações mais sensíveis, problemas 
de reparo podem romper a confiança rapidamente. Em fluxos de recomendação, legibilidade e autonomia 
influenciam a aceitação das sugestões, enquanto, em ambientes com excesso de opções, a redução da carga 
cognitiva torna-se decisiva para evitar o abandono.

Na prática, a aplicação da matriz envolve observar os sinais associados às cinco dimensões, definir a inter-
venção gerencial mais adequada para reduzir os riscos e, por fim, acompanhar os indicadores corresponden-
tes para verificar se houve melhora da qualidade relacional, independentemente dos ganhos operacionais.

Considere uma jornada automatizada de renegociação financeira. O cliente recebe uma proposta perso-
nalizada, acessa um fluxo fechado e encontra apenas opções predefinidas. Quando tenta propor outro valor, 
o bot insiste nas alternativas originais. Ao solicitar atendimento humano, o sistema procura reter a conversa 
antes de efetuar a transferência. Nessa situação, a matriz orienta o gestor a observar sinais como abandono 
em fluxos fechados, rejeição repetida de recomendações, perguntas sobre a lógica da proposta e dificuldade 
para falar com um atendente. Esses sinais indicam três riscos principais: perda de autonomia, baixa legibi-
lidade e falha de reparo. A partir desse diagnóstico, a intervenção pode ser relativamente simples: explicar 
a lógica geral da proposta, permitir uma contraproposta em campo aberto ou encaminhar o cliente ao aten-
dimento humano já no primeiro pedido explícito. O acompanhamento de indicadores como tempo até o 
escalonamento, resolução no primeiro contato humano e reincidência do problema permite verificar se as 
intervenções reduziram os riscos identificados e melhoraram a qualidade da relação.

O mesmo raciocínio pode ser aplicado a uma plataforma de comércio eletrônico. Vamos supor que o 
cliente esteja pesquisando uma câmera fotográfica no site e receba uma lista de recomendações. Ao acessar 
o aplicativo, encontra produtos diferentes e ofertas que não correspondem ao histórico da navegação ante-
rior. Em uma nova visita, dessa vez no site pelo laptop, a ordem das recomendações muda novamente, e o 
número de opções aumenta. O cliente passa mais tempo comparando alternativas e abandona o carrinho 
antes da conclusão. Nessa situação, a matriz orienta o gestor a observar sinais como respostas diferentes 
para uma mesma demanda, aumento do tempo para concluir a tarefa e comparação excessiva entre opções. 
Esses sinais indicam riscos de perda de consistência e sobrecarga cognitiva. As intervenções podem incluir 
padronizar os critérios de recomendações entre canais, reduzir o número de alternativas apresentadas e 
destacar, de modo transparente, os motivos das recomendações. O acompanhamento de indicadores como 
divergência de respostas entre canais, tempo para conclusão da compra e abandono da jornada permite 
avaliar se as mudanças produziram os resultados esperados. 

A matriz também ajuda a definir os limites da automação em diferentes contextos. Em interações transa-
cionais e recorrentes, a consistência tende a ser mais importante do que pequenas otimizações de conver-
são. Em interações consultivas ou de maior valor, a personalização pode ser percebida como cuidado, desde 
que preserve a autonomia e torne a lógica das decisões compreensível. Já em situações de conflito, erro ou 
vulnerabilidade, o reparo humano deve prevalecer sobre a insistência automatizada.

CONSIDERAÇÕES FINAIS
A adoção de IA no relacionamento com clientes exige mais do que capacidade técnica. Requer critérios 

claros para definir onde automatizar, quando preservar a autonomia do cliente, como tornar as decisões com-
preensíveis e quando recorrer ao atendimento humano. A pressão por eficiência continuará forte, mas a de-
cisão gerencial precisa incorporar efeitos relacionais que demoram a aparecer nos indicadores operacionais.

A Inteligência Relacional Assistida propõe essa mudança de perspectiva. Automatizar melhor não signi-
fica automatizar mais, e sim calibrar o uso da tecnologia de acordo com a relação que a empresa pretende 
construir e preservar. Em alguns momentos da jornada, a IA deve acelerar processos; em outros, deve ex-
plicar decisões, reduzir a complexidade ou abrir espaço para o atendimento humano quando a confiança 
estiver em risco.
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A matriz apresentada neste artigo é um apoio ao julgamento gerencial e ainda precisa ser validada em di-
ferentes contextos organizacionais. Sua contribuição é oferecer um instrumento para identificar, de manei-
ra antecipada, riscos que normalmente se manifestam tardiamente, como perda de consistência, redução 
da autonomia percebida, baixa legibilidade, sobrecarga cognitiva e dificuldade de reparo. Estudos futuros 
poderão avaliar sua aplicação em diferentes setores, investigar sua relação com confiança, satisfação, reten-
ção e lealdade e aperfeiçoar sua utilização em distintos contextos de interação. 

Para os gestores, a implicação é imediata. Antes de ampliar a automação, vale perguntar se o ganho de 
eficiência não está custando qualidade na relação com o cliente. Se a resposta envolver menor autono-
mia, previsibilidade, transparência ou capacidade de reparo, talvez o problema não esteja na tecnologia, 
mas na forma como ela foi implementada. No relacionamento com clientes, a vantagem competitiva da 
IA dependerá menos da quantidade de interações automatizadas do que da qualidade das decisões que 
definem seus limites.
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caminhos para mitigar seus impactos em diferentes níveis
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and suggests ways to mitigate their impacts at different levels
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Resumo
Objetivo: propor framework dos efeitos colaterais decorrentes do uso 
da inteligência artificial (IA) e estratégias de mitigação de risco que 
permitam a diferentes atores reduzir os impactos éticos, cognitivos e 
estruturais associados à tecnologia.

Estado da arte: discussão sobre IA evolui de um enfoque técnico, 
centrado em desempenho e transparência, para uma perspectiva 
humanista, preocupada com o bem-estar, a integridade cognitiva e a 
responsabilidade social no uso da tecnologia.

Escopo: foi realizada revisão sistemática da literatura com artigos 
publicados entre 2023 e 2024, em periódicos de alto impacto, 
identificando efeitos adversos da IA e diretrizes de mitigação.

Originalidade: o estudo expõe os efeitos colaterais decorrentes do 
uso de ferramentas de IA, relaciona o tipo de risco ao nível de impacto 
e propõe ações de mitigação desses riscos para garantir o uso ético, 
responsável e eficaz da IA.

Impacto: o framework proposto orienta ações práticas e políticas 
para o uso ético, responsável e eficaz da IA.

Palavras-chave: efeitos colaterais, uso de IA, riscos desafios 
relacionados à IA, mitigação de riscos.

ODS: 3 – Saúde e bem-estar, 4 – Educação de qualidade, 
8 – Trabalho decente e crescimento econômico, 9 – Indústria, 
inovação e infraestrutura, 16 – Paz, justiça e instituições eficazes.

Objective: To propose a framework addressing the side effects arising 
from the use of Artificial Intelligence (AI) and risk mitigation strategies 
that enable different actors to reduce the ethical, cognitive, and 
structural impacts associated with this technology.

State of the Art: The discussion on AI is evolving from a technical focus, 
centered on performance and transparency, to a humanistic perspective 
concerned with well-being, cognitive integrity, and social responsibility 
in technology use.

Scope: A systematic literature review was conducted of articles 
published between 2023 and 2024 in high-impact journals, 
identifying adverse effects of AI and mitigation guidelines.

Originality: The study highlights the side effects of AI tools use, 
relates the type of risk to its level of impact, and proposes mitigation 
actions to ensure the ethical, responsible, and effective use of AI.

Impact: The proposed framework guides practical and policy 
actions for the ethical, responsible, and effective use of AI.

Keywords: side effects, AI use, AI-related challenges risks, 
risk mitigation. 

SDG: 3 – Good Health and Well-Being; 4 – Quality Education;
8 – Decent Work and Economic Growth; 9 – Industry, Innovation 
and Infrastructure; 16 – Peace, Justice and Strong Institutions.

ABSTRACT

D
ois arquétipos da psicologia junguiana 
– anjo bom (princípio orientador) e anjo 
mau (impulso destruidor) – dialogam 
entre si na mente de um executivo:

Anjo bom: – Você precisa apresentar o 
projeto de reestruturação do portfólio na próxi-
ma reunião. Vamos trabalhar, o tempo está aca-
bando, e você não domina esse tema.
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Anjo mau: – Não se preocupe. Você pode usar a IA como atalho, mas não revele a fonte, assim todos se 
surpreenderão com sua performance singular.

Anjo bom: – Cuidado, você não tem como garantir que a IA vai gerar insights precisos e confiáveis. Pior, 
se você não creditar o conteúdo à IA, você corre o risco de ser questionado por comportamento antiético.

Reflexão do executivo: – E agora, que faço? Como garantir um uso seguro?
Apesar de o diálogo constituir uma caricatura da realidade, ele espelha de modo eficaz a divisão de 

águas existente na sociedade no que se refere ao uso da IA. De um lado, impera uma overdose dos aspec-
tos positivos da adoção de ferramentas baseadas em IA e, do outro, cresce uma vertente que enaltece os 
aspectos controversos da tecnologia e potenciais ameaças decorrentes do seu uso. Essa visão dicotômica 
demonstra a urgência de se estabelecer um equilíbrio no cenário, ajustando as vantagens da IA e as amea-
ças implícitas no seu uso a um nível mais realista e separando estereótipos pessoais de riscos autênticos 
e justificados. Dessa forma, é possível alcançar um uso disruptivo, mas simultaneamente ético, respon-
sável e eficaz1.

Por serem capazes de executar tarefas que previamente requeriam inteligência e funções cognitivas 
humanas, chatbots de IA generativa prometem revolucionar o nosso trabalho e nossa vida, transforman-
do tarefas complexas em atividades elementares. No entanto, apesar das inúmeras vantagens oferecidas, 
como maior acessibilidade, velocidade e eficiência no processo decisório e na transformação de proces-
sos e operações de negócios, despontam também apreensões com relação a potenciais efeitos colaterais 
atrelados ao seu uso, como desinformação3, conteúdo fabricado ou tendencioso4, disrupção de relações 
humanas5, dependência cognitiva6, redução da autonomia humana7, riscos de segurança e privacidade de 
dados8, e até mesmo relacionadas à saúde mental e bem-estar dos usuários9. 

Esse foco crescente dos estudos acadêmicos nos riscos inerentes à IA generativa e suas implicações nos 
motivou a buscar na literatura recente as desvantagens do uso dos aplicativos baseados em IA e os efei-
tos colaterais mais acentuados, além de diretrizes de mitigação dessas consequências desfavoráveis para 
promover um uso mais consciente, ético e responsável. A partir da análise, o artigo identifica e organiza 
os principais efeitos colaterais da IA em diferentes níveis — individual, organizacional e societal — e pro-
põe recomendações de mitigação direcionadas aos diferentes atores envolvidos em seu desenvolvimento, 
regulação e uso.

METODOLOGIA
Foi realizada revisão sistemática da literatura, com pesquisa de palavras-chave relacionadas a efeitos 

colaterais, barreiras, riscos e limitações no uso de IA generativa, com foco em tecnologias baseadas em 
large language models (LLMs), como ChatGPT, Copilot e Gemini. As combinações de termos incluíram 
expressões referentes aos efeitos colaterais da tecnologia associadas a descritores de adoção, uso e depen-
dência dessas ferramentas em contextos organizacionais e individuais, buscando capturar estudos que 
abordassem as consequências, limitações e resistências associadas ao uso de IA generativa.
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Palavras-chave: (“Side effect" OR "Effect" OR "Barrier" OR 
"Drawback" OR "Inhibitor" OR "Restraint" OR "Obstacle" OR 
"Challenge" OR "Limitation" OR "Constraint" OR "Concern" 
OR "Resistance" OR "Harm" OR "Threat" OR "Downside" OR 
"Cons" OR "Risk*" OR "Opacity" OR "Darkness" OR "Negative" 
OR "Opaque*" OR "Advers*") AND ("Generative AI" OR "GenAI" 
OR "ChatGPT" OR "Copilot" OR "Google Gemini" OR "large 
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 A busca foi realizada nas bases Web of Science e Scopus, considerando artigos publicados entre 2023 e 
2024 e redigidos em inglês, português ou espanhol. Esse recorte temporal foi escolhido porque o período 
marca a consolidação e difusão global das ferramentas de IA generativa, após o lançamento público do Cha-
tGPT e de outros sistemas similares. A partir de 2023, observou-se um aumento significativo na produção 
científica voltada ao tema, justificando o foco analítico nesse intervalo. Após filtragem (Figura 1), a amostra 
foi composta de 103 artigos revisados por pares.

Cada artigo foi codificado segundo um protocolo analítico estruturado, contemplando as seguintes cate-
gorias: título, contexto de aplicação, tecnologia de IA utilizada, descrição técnica, tipo de uso, efeitos cola-
terais identificados, alvo e tipo de efeito colateral, informações complementares (como conclusões e obser-
vações teóricas), método de pesquisa, questão de pesquisa, implicações práticas, direções para pesquisas 
futuras e resultados, além de variáveis descritivas sobre amostra populacional, objetivos, achados e resumo 
do artigo.

A etapa inicial da codificação contou com o apoio da ferramenta de IA SciSpace, utilizada para gerar au-
tomaticamente os descritores padronizados nas colunas correspondentes da matriz analítica. O SciSpace 
atuou apenas na organização preliminar dos descritores; todas as decisões analíticas e as validações foram 
realizadas manualmente pelas autoras, assegurando que o processo permanecesse fundamentado em jul-
gamento humano especializado. Em seguida, foi conduzida uma revisão manual detalhada, com leitura 
integral dos textos para conferência das informações e complementação das colunas que não são cobertas 
pela ferramenta, por exemplo, contexto, uso da IA e tipo de efeito colateral. A categorização por contextos 
é apresentada na Tabela 1. 

Classificação da literatura por contexto
Tabela 1

N. Domínio Número 
de artigos

1

2

3

4

5

6

7

Ambientes Educacionais

Setor Empresarial

Negócios e Plataformas On-line

Múltiplos Campos

Serviços Profissionais

Indústrias Criativas/Entretenimento/Design de Moda e Vestuário

Hospedagem e Turismo

39

20

15

13

10

4

2

ESTADO DA ARTE
O avanço da IA redefiniu as fronteiras entre humano e tecnológico. Ao mesmo tempo que amplia a efi-

ciência e a capacidade de análise, a IA introduz efeitos colaterais que se espalham por dimensões éticas e 
legais, cognitivas e emocionais ou estruturais, afetando indivíduos, organizações e a sociedade de maneira 
interconectada10. Esses efeitos não surgem isoladamente: eles formam uma rede complexa em que o uso 
não crítico da IA pode corroer a confiança, fragilizar instituições, gerar dependência emocional e apro-
fundar desigualdades11. Esses desafios, se bem geridos, proporcionam benefícios a diversos stakeholders. 
No entanto, se malconduzidos, produzem potenciais efeitos colaterais que também impactam múltiplos 
stakeholders e, portanto, requerem planos de ação para mitigação de riscos. 
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Em contextos educacionais e científicos, a automação da escrita e da produção intelectual desafia princí-
pios fundamentais de integridade e autoria12. A facilidade de gerar textos, dados e imagens automatizados 
estimula práticas de plágio, falsificação e fraude acadêmica, diluindo o valor da originalidade e da reflexão 
crítica13. Quando o conteúdo perde autenticidade, o conhecimento deixa de ser construído e passa apenas a 
ser reproduzido, com menor rigor, menor contribuição do autor humano e menor capacidade de inovação14. 
Essa erosão intelectual conecta-se ao declínio de desempenho humano e ao empobrecimento das compe-
tências cognitivas, fenômenos que também se estendem ao ambiente organizacional15.

O uso intensivo da IA altera o modo como as pessoas aprendem, trabalham e se relacionam com o pró-
prio saber. A terceirização do pensamento crítico e da criatividade leva a uma crescente obsolescência de 
competências, à redução do engajamento e à padronização excessiva de respostas16. Ao depender de solu-
ções automáticas, o profissional corre o risco de perder tanto o domínio técnico quanto o entusiasmo pela 
resolução autônoma de problemas. A automatização do julgamento, no lugar da automatização das tarefas, 
ou melhor, do trabalho da IA como assistente do ser humano, gera apatia cognitiva e insegurança sobre o 
próprio valor humano no processo produtivo17.

Esses efeitos mentais e comportamentais são acompanhados por reações emocionais intensas. O medo de 
substituição por sistemas inteligentes e o fluxo incessante de estímulos digitais provocam ansiedade, estres-
se ocupacional e sobrecarga tecnológica, reduzindo o bem-estar e ampliando quadros de exaustão mental18. 
Paralelamente, a dependência emocional e cognitiva dos sistemas de IA faz com que o sujeito deixe de confiar 
em si mesmo e passe a delegar à máquina sua capacidade de decidir, planejar e até interpretar o mundo19.

Essa relação de confiança atribuída à tecnologia (IA), e não à inteligência humana, também se manifesta 
no plano institucional. Organizações que adotam a IA de maneira indiscriminada correm o risco de erodir 
seus fluxos de conhecimento, substituindo a experiência humana por bases de dados e algoritmos opacos20. 
O resultado é a desintegração organizacional, com a perda de rigor, enfraquecimento das práticas profis-
sionais e deslocamento da autoridade decisória para sistemas automatizados. O que se apresenta como 
eficiência técnica pode, na prática, gerar fragilidade cognitiva e dependência estrutural21.

A falta de transparência desses sistemas aprofunda o problema. Modelos de “caixa-preta”, desprovidos 
de empatia ou sensibilidade cultural, reproduzem vieses de gênero, raça e classe, amplificando desigualda-
des históricas e distorções decisórias. O viés algorítmico não é apenas técnico; é o resultado das assimetrias 
sociais refletidas nos dados que são utilizados para treinamento da IA22. Assim, dilemas éticos e de justiça 
emergem, exigindo governança, diversidade nas equipes de desenvolvimento e mecanismos de proteção23.

Ao mesmo tempo, cresce a preocupação com manipulação e má conduta no uso da IA. Deepfakes, desin-
formação e conteúdos fabricados impactam a confiança24. As mesmas tecnologias que permitem ganhos 
de produtividade podem ser usadas para enganar, distorcer ou influenciar comportamentos de maneira 
antiética25. Essa manipulação soma-se a novas formas de assédio e comportamentos nocivos nos ambientes 
digitais, que incluem a amplificação de discursos de ódio, exploração sexual e processos de radicalização26. 
A IA, quando não regulada, não apenas reproduz violência simbólica; ela a potencializa, convertendo algo-
ritmos em vetores de agressividade social27.

A confiança, portanto, emerge como uma das variáveis centrais na relação humano-máquina. A perda de 
credibilidade e autenticidade em informações, marcas e interações digitais reduz o engajamento e mina re-
lações institucionais28. Esse fenômeno está diretamente ligado à ausência de accountability e transparência 
nos processos automatizados. Sem mecanismos claros de responsabilização, a fronteira entre erro técnico 
e decisão ética torna-se difusa29.

Outro campo de risco é o da privacidade e segurança de dados. A coleta massiva de informações, os va-
zamentos e a vigilância algorítmica configuram um novo tipo de vulnerabilidade, que combina ameaças 
técnicas e éticas30. A exposição de dados pessoais e sensíveis fragiliza a autonomia dos indivíduos e desafia 
a governança organizacional. De modo mais amplo, tais práticas contribuem para a concentração de poder 
em grandes corporações tecnológicas e para o aumento das assimetrias informacionais31.

No nível societal, os impactos ambientais e sistêmicos completam o quadro de efeitos colaterais. A IA 
demanda alta capacidade computacional, consumo energético e infraestrutura física intensiva, o que pres-
siona recursos naturais e amplia a pegada de carbono digital32. Além disso, a centralização do poder técnico 
e a automatização de decisões econômicas e políticas criam novas dependências sistêmicas33.

Esses achados foram condensados na Tabela 2, que organiza os efeitos identificados e serve de base dire-
ta para a estruturação da matriz proposta (Figura 2).
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 Esses riscos interligados — éticos/legais, cognitivos/emocionais e estruturais — configuram um ecossiste-
ma de desafios que se retroalimentam. A falta de empatia dos sistemas, o isolamento nas relações humanas, 
a desigualdade digital, o declínio das competências e a erosão institucional formam um ciclo que ameaça 
tanto a autonomia individual quanto a sustentabilidade das organizações e da sociedade. Em última ins-
tância, os efeitos colaterais da IA não são apenas consequências técnicas, mas sintomas de uma transição 
civilizatória em que o humano precisa redefinir seu papel diante da máquina34.

Principais efeitos colaterais
Tabela 2.

Tópico Principais Efeitos 

Impactos ambientais e sistêmicos (44) Transformações no trabalho e nas estruturas econômicas,; redefinição da agência humana e das 
práticas institucionais, desafios de governança e centralização do poder técnico, impactos ambientais
e de sustentabilidade.

Limitações cognitivas e de dificuldades 
de compreensão (39)

Declínio do pensamento crítico e do discernimento, limitação cognitiva geral, aprendizado superficial e 
desengajamento cognitivo, empobrecimento criativo e expressivo, redução da inteligência e da reflexividade 
emocional, risco existencial e desumanização.

Declínio de desempenho (38) Desmotivação e redução do engajamento, obsolescência e degradação de competências, queda da 
produtividade e do desempenho técnico.

Vieses e justiça (36) Vieses técnicos em dados e algoritmos, desinformação e respostas enviesadas, vieses cognitivos humanos, 
discriminação e injustiça sistêmica.

Ansiedade, estresse e bem-estar 
emocional (35)

Estresse ocupacional e perda de bem-estar, comprometimento da saúde física e mental, sofrimento 
emocional e psicológico, ansiedade e tecnossobrecarga.

Manipulação e má conduta (35) Distorção e fabricação de informações, manipulação comportamental e enganosa, uso indevido da IA 
e outras condutas antiéticas.

Questões éticas, legais e sociais (33) Desigualdade de acesso e exclusão digital, dilemas éticos, culturais e morais, desafios de governança e 
justiça algorítmica.

Questões de integridade acadêmica 
(de conteúdo) (31)

Fraudes e trapaças acadêmicas, perda de autenticidade e originalidade, falsa autoria e falta de atribuição, 
violações legais ou de propriedade intelectual, comprometimento da integridade de  avaliações, conteúdo 
falsificado ou não confiável.

Privacidade, segurança e riscos 
de dados (25)

Violações de privacidade e uso indevido de dados, vulnerabilidades de sistemas e infraestruturas, 
riscos de vigilância e monitoramento.

Problemas de confiança 
e responsabilidade (22)

Perda de confiança e credibilidade, dificuldades de responsabilização e falta de transparência.

Limitações de design (falta de empatia, 
compreensão cultural e caixa-preta) (17)

Opacidade e falta de explicabilidade, falta de empatia e de entendimento contextual, geração de conteúdo 
falso ou inconsistente (alucinações), dependência estrutural de dados e modelos.

Dependência e uso excessivo (15) Dependência tecnológica e perda de autonomia cognitiva, dependência comportamental, dependência 
emocional e psicológica.

Disrupções nas relações humanas (14) Isolamento, alienação e distanciamento social, redefinição de vínculos e interações humanas, desumanização
e erosão do valor humano, desigualdade e divisão social.

Erosão do conhecimento e das 
organizações (12)

Desintegração do conhecimento organizacional, perda de rigor e de controle de qualidade, reconfiguração 
hierárquica e perda de autoridade institucional.

Assédio e comportamentos nocivos (6) Comportamentos abusivos e violentos, radicalização e estigmatização social.

Nota. O número entre parênteses indica a quantidade de ocorrências de efeitos colaterais identificados nos artigos analisados e posteriormen-
te agrupados em cada tópico temático.
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A revisão revelou três tipos recorrentes de risco (ético/legal, cognitivo/emocional e estrutural) distribuí-
dos de modo consistente nos níveis individual, organizacional e societal. Esses padrões, observados de ma-
neira transversal à literatura, sustentam a categorização adotada e orientam a formulação do framework.

Com base na síntese da Tabela 2, a matriz 3×3 organiza os efeitos segundo os tipos de risco e os níveis de 
impacto identificados na revisão, integrando os padrões recorrentes observados na literatura. Essa abor-
dagem evidencia como preocupações aparentemente isoladas, como plágio acadêmico, ansiedade ou viés 
algorítmico, conectam-se a problemas mais amplos de confiança organizacional, desigualdade digital e 
impactos ambientais35. A matriz oferece uma visão integrada e prática para análise dos efeitos colaterais, 
permitindo que gestores, pesquisadores e formuladores de políticas compreendam melhor a extensão e a 
interconexão desses fenômenos.

Ao reconhecer que riscos éticos e cognitivos individuais podem evoluir para dilemas estruturais e socie-
tais, essa perspectiva propõe uma governança mais humanizada, transparente e sustentável da IA, reafir-
mando o princípio de que toda tecnologia deve permanecer a serviço das pessoas, e não o contrário.

DA TEORIA À AÇÃO: COMO MITIGAR OS IMPACTOS NEGATIVOS DA IA
A progressiva exposição pública dos efeitos adversos do uso de ferramentas baseadas em IA vem desen-

cadeando um debate crescente sobre a necessidade de estabelecer estratégias de mitigação dos impactos 
negativos, preservando a saúde mental e o bem-estar dos usuários36. A Tabela 3 ilustra recomendações de 
ações corretivas que podem ser lideradas por usuários finais, organizações, instituições educacionais, ór-
gãos reguladores e sociedade. 

Matriz nível de impacto x tipo de risco
Figura 2.

Nota. Uma categoria pode aparecer em mais de um campo da matriz.

Societal
Vieses e justiça
Questões éticas, legais e sociais

Impactos ambientais 
e sistêmicos          
Limitações de design
Problemas de confiança 
e responsabilidade

Organizacional

Questões éticas, legais e sociais
Problemas de confiança 
e responsabilidade
Privacidade, segurança 
e riscos de dados

Dependência e uso excessivo

Declínio de desempenho 
Vieses e justiça 
Limitaçõesde design 
Disrupções nas relações humanas
Erosão do conhecimento 
e das organizações

Individual

Questões de integridade 
acadêmica (de conteúdo)
Assédio e comportamentos 
nocivos
Manipulação e má conduta

Ansiedade, estresse e 
bem-estar emocional
Limitações cognitivas e 
dificuldades de compreensão
Dependência e uso excessivo

Declínio de desempenho

Ético/Legal Cognitivo/Emocional Estrutural Tipo

Nivel
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Recomendações de ações corretivas
Nível de  Impacto Ético/Legal Cognitivo/Emocional Estrutural

Societal Vieses e justiça (36)
Questões éticas, legais e 
sociais (33)

Impactos ambientais e sistêmicos (44)
Problemas de confiança e responsabilidade (22)
Limitações de design (falta de empatia, 
compreensão cultural e caixa-preta) (17)

Sociedade 
(comunidade 
organizada de 
seres humanos que 
compartilham normas, 
instituições e relações)

Criar órgãos reguladores 
multisetoriais para 
desenvolver e integrar 
práticas éticas de IA (7)
Combater a desinformação 
e discriminação por 
meio de campanhas 
educativas em diversas 
plataformas, mídia 
impressa e campanhas em 
instituições educacionais 
públicas e privadas (4)

_ Promover conferências e fóruns públicos com líderes 
da indústria, pesquisadores, órgãos reguladores, 
grupos de defesa de direitos e sociedade civil (11)
Promover workshops e cursos para preservar 
agência humana, aprofundar o entendimento ético 
da IA, promover o uso responsável e estimular a 
colaboração ativa entre humanos e IA na geração de 
informações (8)
Conscientizar e educar sobre os benefícios, riscos e 
limitações da IA por meio de campanhas públicas 
usando linguagem acessível, exemplos práticos, 
mídias sociais, vídeos e podcasts ​​(4)

Órgãos Reguladores 
(formuladores de 
políticas, agências 
de supervisão 
e instituições 
reguladoras)

Estabelecer normas, 
legislação, frameworks 
de governança, 
órgãos de auditoria e 
fiscalização,  diretrizes de 
boas práticas  para uso 
responsável da IA (20)

_ Criar proteções legais, mecanismos de controle 
e  estruturas de responsabilização com auditoria, 
documentação e credenciamento para sistemas de 
alto risco com diferentes camadas de stakeholders (6)
Atualizar as leis de direitos autorais para acomodar 
formas híbridas de criatividade,  distinguir entre 
responsabilidade e autoria, exigir transparência 
sobre bases de dados e documentação da interação 
humano-IA (instruções dadas à IA, detalhes de 
intervenção humana, modificações feitas) (2)

Tabela 3. (Continua)

Entre as ações recomendadas mais proeminentes na literatura, temos as que visam minimizar os danos e 
a resistência à adoção de IA37, promover a inclusão digital38, garantir a relevância e precisão do conteúdo gera-
do39, integrar e otimizar o uso da IA em ambientes educacionais40, garantir o desenvolvimento e uso responsá-
vel da IA41, assegurar a qualidade, privacidade e segurança dos dados42, e preparar os usuários para os desafios 
da automação cognitiva por intermédio da literacia em IA43. Por meio desse conjunto de ações, com exemplos 
de práticas implementadas no mercado44, diferentes stakeholders podem aferir se o desenvolvimento, inte-
gração e uso de ferramentas baseadas em IA estão em conformidade com os aspectos éticos, legais e sociais 
requeridos pela sociedade na atualidade e promover ajustes em caso de desalinhamento.
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Recomendações de ações corretivas
Nível de  Impacto Ético/Legal Cognitivo/Emocional Estrutural

Individual Questões de integridade 
acadêmica 
(de conteúdo) (31)
Assédio e 
comportamentos 
nocivos (6)
Manipulação e 
má conduta (35)

Ansiedade, estresse e 
bem-estar emocional (35)
Limitações cognitivas 
e dificuldade de 
compreensão (39)
Dependência e uso 
excessivo (15)

Declínio de desempenho (38)

Usuários 
(funcionários, 
estudantes, 
professores, 
pesquisadores, 
pacientes, médicos, 
consumidores)

Manter-se atualizado dos 
riscos e limitações da IA 
antes de delegar decisões, 
por meio de consultas às 
literaturas acadêmica e 
prática (3)
Assegurar integridade e 
transparência, atribuindo 
créditos à IA na geração 
de conteúdo ou no 
suporte à execução de 
tarefas (3)
Evitar usos impróprios ou 
antiéticos de IA e adotar 
conduta responsável e de 
engajamento em políticas 
públicas de boas práticas 
de adoção de IA (4)

Desenvolver fluência em IA 
e diversificar habilidades 
por meio de entendimento 
de conceitos, do uso eficaz 
de prompts e workflows, da 
adoção de uma mentalidade 
de aprendizado contínuo, e 
da compreensão de que a 
colaboração humano-IA é 
mais benéfica do que a mútua 
exclusão (3)
Evitar sobrecarga cognitiva do 
uso excessivo de IA, alternando 
tarefas com e sem IA, 
desenvolvendo literacia digital 
emocional (compreender limites 
e vieses e racional usado 
pela IA ), criando rotinas 
saudáveis e preservando 
interações sociais (8)

Validar os insights de IA para garantir relevância 
e precisão do conteúdo gerado (5) por meio de 
um check-list  que abrange confirmar a relevância 
das fontes, avaliar fluxo lógico, verificar precisão 
numérica, validar reconhecimento de padrões  e 
verificar realidade específica do setor, entre outros 
aspectos (7)

Organizacional Questões éticas, legais e 
sociais (33)
Problemas de confiança 
e responsabilidade (22)
Privacidade, segurança 
e riscos de dados (25)

Dependência e uso 
excessivo (15)

Declínio de desempenho (38)
Vieses e justiça (36)
Limitações de design (falta de empatia, 
compreensão cultural e caixa-preta) (17)
Disrupções nas relações humanas (14)
Erosão do conhecimento e das organizações (12)

Instituições 
Educacionais e 
Educadores (escolas, 
universidades, 
faculdades, centros 
de treinamento, 
mentores, professores, 
acadêmicos, 
orientadores)

Estabelecer políticas, 
diretrizes e manuais 
para usos permitidos 
e proibidos de IA, 
integridade acadêmica, 
governança, treinamento, 
privacidade e uso 
seguro, com revisão 
contínua (30)

Incorporar alfabetização em 
IA nos currículos, integrando 
competências técnicas, 
aplicações de negócios, 
ética, experiência prática e 
capacitação docente (12)

Adaptar continuamente os métodos de ensino, as 
técnicas de aprendizado e a avaliação dos avanços 
das tecnologias de IA por meio do uso de plataformas 
de aprendizagem adaptativa (personalizar currículos, 
ritmo e apresentação de conteúdo), treinamento 
contínuo para educadores (chatbots e sistemas de 
tutoria inteligente para prover ajuda sob demanda 
e ambientes virtuais para aprimorar as disciplinas 
práticas) e uso de ferramentas de IA para avaliações 
adaptativas que ajustam a dificuldade das questões, 
analisam padrões de erros e preveem o desempenho 
para feedback personalizado (11)

Tabela 3. (Continua)
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Recomendações de ações corretivas
Nível de  Impacto Ético/Legal Cognitivo/Emocional Estrutural

Organizacional Questões éticas, legais e 
sociais (33)
Problemas de confiança 
e responsabilidade (22)
Privacidade, segurança 
e riscos de dados (25)

Dependência e uso 
excessivo (15)

Declínio de desempenho (38)
Vieses e justiça (36)
Limitações de design (falta de empatia, 
compreensão cultural e caixa-preta) (17)
Disrupções nas relações humanas (14)
Erosão do conhecimento e das organizações (12)

Instituições 
Educacionais e 
Educadores (escolas, 
universidades, 
faculdades, centros 
de treinamento, 
mentores, professores, 
acadêmicos, 
orientadores)

Garantir acesso equitativo 
à IA, capacitação 
inclusiva, ambientes 
de aprendizagem 
eficazes (plataformas 
adaptativas, salas de aula 
virtuais e ferramentas 
de acessibilidade 
para diversos estilos 
de aprendizagem), 
treinamento em 
alfabetização em 
IA e experiências 
de aprendizagem 
personalizadas e 
métricas de impacto 
sobre aprendizagem e 
equidade (7)

Desenvolver criatividade, escrita, 
resolução de problemas com 
estímulo à colaboração entre 
humanos e IA e avaliação crítica 
dos resultados - alguns recursos 
incluem  sistemas de tutoria com 
tecnologia GenAI para orientação 
personalizada em tempo real, 
programa piloto para introduzir a 
IA em disciplinas, estabelecimento 
de métricas para habilidades (5) 
Monitorar integridade acadêmica 
e dependência excessiva 
combinando ferramentas de 
detecção de IA, avaliações 
autênticas (projetos, simulações e 
tarefas colaborativas), políticas de 
transparência e treinamento 
de educadores (4)

Integrar IA personalizada para acomodar diferentes 
conhecimentos e necessidades tecnológicas entre 
os alunos por meio de sistemas de aprendizagem 
adaptativa que personalizam o conteúdo 
educacional interativo e inclusivo (gamificação, 
e-books interativos, vídeos e plataformas 
compatíveis com dispositivos móveis para envolver 
diferentes estilos de aprendizagem e aumentar a 
acessibilidade), o ritmo e o feedback ao perfil 
único de cada aluno, aprimorando o 
engajamento, a acessibilidade e os resultados 
de aprendizagem (4)

Desenvolvedores de IA 
(desenvolvedores de 
software, cientistas/
engenheiros de dados, 
pesquisadores de IA, 
startups, empresas 
de tecnologia, 
comunidades de 
código aberto, 
institutos de pesquisa)

Criar design de IA 
colaborativo e ético para 
assegurar inclusão digital, 
responsabilidade moral e 
conformidade com as leis 
e a sustentabilidade por 
meio de design centrado 
no humano, enfatizando 
princípios como justiça, 
responsabilidade 
e transparência, 
alinhamento com padrões 
como ISO/IEC 42001 
e da incorporação de 
parâmetros de eficiência 
(IA orientada a objetivos, 
minimização de dados 
via aprendizado por 
transferência, priorização 
de energia renovável para 
infraestrutura e técnicas 
para reduzir o consumo 
de energia) (12)

Incorporar métricas de bem-estar, 
entrevistas virtuais com perguntas 
comportamentais (treinamento 
e simulação dos modelos com 
input humano da informação 
comportamental a ser detectada 
pela IA), mecanismos de redução 
de vieses cognitivos e de uso 
compulsivo, e mecanismos 
para detectar violação de 
direitos autorais por meio 
de blockchain (5)

Aprimorar a confiabilidade dos resultados por meio 
de prompts estruturados, mecanismos para salvar 
metadados, integração com outras tecnologias, 
apuração de identidade digital, validação de 
autenticidade de imagem (analisar inconsistências 
em nível de pixel, metadados, iluminação e 
plausibilidade da cena), identificação de regiões 
de alucinação e geração de outputs com base 
em evidências (9)
Desenvolver interfaces capazes de captar emoções, 
comportamento, percepções e necessidades por 
meio da integração de tecnologias multimodais de 
detecção de emoções e análise comportamental  
que permitem personalizar o conteúdo e oferecer 
respostas empáticas (6)
Reforçar segurança dos dados, transparência, 
justiça, interatividade e explicabilidade por meio 
de visibilidade das operações e IA explicável  
(ferramentas de visualização, demonstrações 
de raciocínio passo a passo e explicações em 
linguagem natural) e abordagens de segurança 
em múltiplas camadas (7)

Tabela 3. (Conclusão)
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CONSIDERAÇÕES FINAIS
A matriz de efeitos colaterais proposta sintetiza as principais implicações negativas do uso da IA iden-

tificadas na literatura recente e oferece um instrumento prático para análise e mitigação de riscos. A par-
tir dela, indivíduos, organizações e instituições podem avaliar o quanto estão expostos a impactos éticos, 
cognitivos e estruturais e adotar estratégias que equilibrem inovação e responsabilidade. A matriz também 
atua como instrumento de diagnóstico, ao evidenciar onde os riscos se manifestam e orientar intervenções 
em contextos organizacionais, acadêmicos e educacionais, reforçando sua aplicabilidade para apoiar deci-
sões e mitigar os efeitos adversos da IA generativa. Além disso, distingue-se de tipologias existentes ao in-
tegrar tipos de risco e níveis de impacto em um único instrumento, permitindo compreender a progressão 
dos efeitos entre dimensões individuais, organizacionais e societais.

Os efeitos mapeados variam em intensidade e duração, mas todos revelam uma transição em curso: a 
tecnologia deixa de ser apenas meio e passa a moldar a forma como pensamos, decidimos e nos relaciona-
mos45. Nesse cenário, promover equilíbrio entre eficiência e humanidade torna-se essencial para que a IA 
amplie, e não substitua, a inteligência humana. Mais do que um alerta, o estudo propõe ações corretivas e 
frameworks que orientam gestores, educadores e reguladores rumo a uma governança ética, responsável e 
centrada no bem-estar.
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Resumo
Objetivo: apresentar um modelo replicável para estruturar parcerias entre 
marcas e influenciadores, combinando semiótica francesa, teoria dos campos 
de Bourdieu e IA generativa para promover congruência simbólica entre 
narrativa de marca e universo do influenciador.

Estado da arte: a literatura evidencia que autenticidade e congruência simbólica 
são tão importantes quanto alcance e engajamento como preditores de eficácia 
no marketing de influência. A maioria das organizações, porém, ancora decisões 
em indicadores quantitativos que não capturam dimensões culturais relevantes.

Metodologia: pesquisa-ação qualitativa conduzida em empresa brasileira do 
setor de bens de consumo (anonimizada), entre junho de 2024 e maio de 
2025, que analisou corpus de 107.852 vídeos de redes sociais, com suporte 
de plataforma de IA generativa.

Originalidade: o artigo propõe uma articulação entre percurso gerativo de 
sentido de Greimas, teoria do campo de Bourdieu e IA generativa como 
infraestrutura operacional para análise de congruência simbólica em escala.

Impactos: o framework desenvolvido e o checklist de 10 perguntas podem 
ser replicados e ajudar outras marcas a diagnosticar territórios simbólicos, 
selecionar influenciadores com base em capital cultural e construir narrativas 
de marca culturalmente coerentes.

Palavras-chave: marketing de influência, narrativa de marcas, capital cultural, 
congruência simbólica, IA generativa, branding, autenticidade.

ODS: 8 – Trabalho decente e crescimento econômico, 9 – Indústria, inovação 
e infraestrutura, 17 – Parcerias e meios de implementação.

Objective: To present a replicable model for structuring partnerships between 
brands and influencers by combining French semiotics, Bourdieu’s field theory, 
and generative AI to foster symbolic congruence between brand narratives and 
influencers’ cultural universes.

State of the art: The literature shows that authenticity and symbolic congruence are 
as important as reach and engagement in predicting the effectiveness of influencer 
marketing. Most organizations, however, continue to base their decisions on 
quantitative indicators that fail to capture relevant cultural dimensions.

Methodology: This study employed a qualitative action research approach 
conducted in a Brazilian consumer goods company (anonymized) between June 
2024 and May 2025. The analysis was based on a corpus of 107,852 social media 
videos, supported by a generative AI platform.

Originality: The article proposes an original articulation between Greimas’s 
generative trajectory of meaning, Bourdieu’s field theory, and generative AI as an 
operational infrastructure for analyzing symbolic congruence at scale.

Impacts: The framework and ten-question checklist developed in this study can be 
replicated by other organizations to diagnose symbolic territories, select influencers 
based on cultural capital, and build culturally coherent brand narratives.

Keywords: influencer marketing; brand narratives; cultural capital; symbolic 
congruence; generative AI; branding; authenticity.

SDGs: 8 – Decent Work and Economic Growth; 9 – Industry, Innovation and 
Infrastructure; 17 – Partnerships for the Goals.

ABSTRACT

H
á um paradoxo que inco-
moda qualquer gestor de 
marketing que preste aten-
ção. Nunca se teve tantos 
dados: alcance, engaja-

mento, custo por clique, share of 
voice. E, ao mesmo tempo, nunca 
foi tão difícil mensurar o que real-
mente importa no marketing de 
influência. Campanhas com indi-
cadores impecáveis geram impac-
to nulo. Parcerias perfeitas nos nú-
meros produzem rejeição. O pro-
blema raramente está nos dados. 
Está no que eles não capturam.
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A expressão “capital cultural”, formulada pelo sociólogo francês Pierre Bourdieu, virou bordão viral nas 
redes sociais1. Em sua formulação original, o conceito refere-se aos recursos culturais acumulados ao longo 
da trajetória de vida, que funcionam como forma de distinção social e podem ser convertidos em vantagens 
em diferentes campos. Marcas e influenciadores a usam como atalho de status: museus, leituras exibicio-
nistas, viagens fotografadas, muitas vezes sem relação com o que o autor efetivamente descreveu. Essa 
banalização, porém, revela algo útil: as marcas perceberam que os influenciadores com quem se associam 
carregam significados que vão além do produto. Em categorias como beleza, moda e lifestyle, autenticidade 
não é diferencial. É condição de existência.

O marketing de influência consolidou-se como prioridade estratégica no investimento publicitário bra-
sileiro. A Pesquisa ROI & Influência 2025, conduzida por Youpix e Nielsen com 187 profissionais de marcas e 
agências, documenta essa consolidação com precisão2: 82% das marcas consideram a estratégia importante 
ou muito importante em seus planos de comunicação, crescimento de seis pontos percentuais após três 
anos de estabilidade, e 52% já a tratam como parte central da estratégia3. Ainda assim, 57% dos profissionais 
apontam a dificuldade de mensurar ROI como a principal barreira para ampliar os investimentos. 

O problema não é falta de dados. É falta de perguntas melhores. Saber quantos seguidores um influencia-
dor tem não diz muito sobre sua capacidade de representar os valores, significados e referências culturais 
que uma marca deseja mobilizar. As métricas ajudam a avaliar a repercussão de uma campanha. A escolha 
do influenciador, porém, acontece antes disso. É uma decisão estratégica sobre quais narrativas a marca 
pretende construir e quem tem legitimidade para sustentá-las. Essa é a lacuna que o framework proposto 
neste artigo busca preencher. 

O ponto de partida para esta pesquisa foi uma empresa brasileira do setor de cosméticos que enfrentava 
dificuldades crescentes para traduzir seu posicionamento em uma narrativa consistente e encontrar par-
ceiros capazes de representá-la. As decisões eram guiadas predominantemente por métricas quantitativas. 
Como consequência, a marca permanecia presa a atributos funcionais, como “duração da cor após mais 
lavagens” ou “sem amônia”, sem uma narrativa capaz de conectar biodiversidade, cultura e identidade das 
consumidoras brasileiras. O desafio não era produzir mais dados, mas compreender os significados cultu-
rais que poderiam sustentar um posicionamento distintivo.

Este relato de intervenção apresenta o modelo que emergiu desse processo. Combinando semiótica, 
teoria dos campos de Bourdieu e inteligência artificial (IA) generativa, o framework proposto oferece um 
método para identificar territórios simbólicos, estruturar narrativas de marca e selecionar influenciadores 
a partir da congruência cultural entre suas trajetórias e os significados que a marca deseja mobilizar. O mo-
delo foi desenvolvido e refinado ao longo de uma pesquisa-ação de 12 meses e é traduzido, ao final, em um 
checklist gerencial de 10 etapas passível de adaptação a diferentes contextos organizacionais.

FUNDAMENTAÇÃO TEÓRICA

O marketing de influência funciona porque influenciadores não são apenas canais: são mediadores cul-
turais. Eles constroem sua legitimidade não pela exposição em mídias de massa, mas pela produção contí-
nua de conteúdo, funcionando ao mesmo tempo como sujeito, personagem e narrador de sua própria histó-
ria4. Esse modo de existir nas redes cria algo que a publicidade tradicional raramente consegue: a sensação 
de que alguém real, com trajetória verificável, acredita no que está dizendo.

A literatura acadêmica mostra que autenticidade percebida e congruência simbólica são os maiores pre-
ditores de eficácia no marketing de influência, bem acima de alcance ou engajamento5. A autenticidade 
resulta da combinação entre identificação genuína com os valores da marca e transparência sobre a nature-
za comercial da parceria6. Já a congruência opera em dois níveis: o funcional, relacionado aos atributos do 
produto, e o simbólico, ligado aos significados culturais e identitários que o influenciador encarna7. Quanto 
maior o alinhamento simbólico, mais eficaz tende a ser a transferência de significados8. A literatura recente 
reforça esse aspecto: popularidade e alcance não bastam, e atributos como credibilidade, congruência e 
autenticidade pesam na efetividade9.
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Por trás dessa dinâmica, há um mecanismo que a semiótica e os estudos de consumo descrevem com pre-
cisão: os significados não pertencem aos produtos, mas circulam entre cultura, marcas e consumidores10. 
A Consumer Culture Theory (CCT) aprofunda essa análise, ao mostrar que o consumo raramente é apenas 
funcional. Ao escolher uma marca, os consumidores também escolhem um conjunto de significados com 
os quais querem ser identificados, uma declaração de pertencimento e valores11. Influenciadores atuam 
como mediadores desse processo. Ao se associarem a uma marca, transferem parte do universo simbóli-
co que construíram junto ao público. Quando influenciador e marca compartilham o mesmo território de 
significados, a parceria tende a ser percebida menos como publicidade e mais como confirmação de uma 
identidade já reconhecida.

Se a transferência de significados explica o que circula nas parcerias, falta entender como esse sentido é 
produzido e organizado. A semiótica francesa, particularmente o percurso gerativo de sentido proposto por 
Algirdas Julien Greimas, oferece um modelo para compreender como os discursos de marca produzem sen-
tido e como os influenciadores participam desse processo12. O percurso gerativo descreve a geração de senti-
do em três níveis hierárquicos, do mais abstrato ao mais concreto: o fundamental, o narrativo e o discursivo.

No nível fundamental, o objetivo é identificar as tensões simbólicas que estruturam uma categoria13.  
Mais do que atributos de produto, trata-se de compreender os significados culturais que orientam a percep-
ção dos consumidores e delimitam os territórios possíveis para uma marca. Em vez de perguntar apenas o 
que os consumidores compram, a análise busca compreender quais ideias, valores e formas de pertenci-
mento estão em disputa naquele mercado. Tornar essas tensões visíveis ajuda a identificar territórios narra-
tivos ocupados, saturados ou ainda disponíveis para diferenciação.

No nível narrativo, esses significados são organizados em uma história. Na publicidade, esse percurso 
se desdobra em três atos: a manipulação, quando o influenciador faz a promessa e cria o desejo de perten-
cer ao território da marca; a ação, o uso do produto pelo consumidor; e a sanção, a confirmação do resulta-
do positivo, que valida o contrato e fideliza14. Nesse processo, o influenciador ocupa o papel de destinador: 
é ele quem propõe ao consumidor (o destinatário) um contrato simbólico, persuadindo-o por tentação (os 
valores desejáveis da marca) ou por sedução (sua própria autoridade cultural) a querer pertencer ao terri-
tório narrativo da marca. Essa função só se aplica quando o influenciador tem legitimidade cultural prévia, 
conforme o conceito de Bourdieu. Sem isso, o contrato não se sustenta, e a percepção de artificialidade 
desfaz a narrativa15. 

No nível discursivo, tudo se concretiza: os valores se temporalizam, espacializam e figurativizam, ga-
nham cor, textura, lugares, pessoas reais. A tematização traduz valores abstratos em temas como diversida-
de e força. A figurativização os transforma em imagens concretas: o verde da floresta, a textura dos cabelos, 
o brilho depois do produto. Para o gestor, esse é o terreno da execução criativa, mas é o nível fundamental 
que determina se essa execução terá coerência, e, portanto, eficácia simbólica16.

O percurso gerativo ajuda a compreender como o sentido é construído, mas não explica de onde vem a le-
gitimidade que sustenta o papel do influenciador. Para isso é preciso recorrer à teoria dos campos de Pierre 
Bourdieu. O campo dos influenciadores pode ser entendido como um espaço de disputa em que diferentes 
formas de capital circulam e se convertem: econômico (quem financia a produção), cultural (quem tem au-
toridade para falar sobre o quê), social (quem conhece quem) e simbólico, o prestígio que, dentro do campo, 
funciona como moeda de legitimidade17.

O habitus é o elemento que torna essa legitimidade crível. Não se trata de uma máscara que se coloca 
para a câmera, mas do resultado de uma trajetória de hábitos incorporados, de um modo de existir que o 
público reconhece como autêntico. Quando o habitus do influenciador converge com o território simbólico 
da marca, ocorre uma transferência estruturada de legitimidade: o influenciador reforça a credibilidade da 
marca, e a marca reforça sua posição dentro daquele universo cultural18.

Sob essa lente, selecionar influenciadores não é uma decisão sobre audiência. É uma decisão sobre  
capital simbólico e legitimidade narrativa19: quem tem o habitus coerente com o território da marca, e, 
por isso, a autoridade de destinador perante o consumidor? Essa é a pergunta que orienta o framework 
proposto neste artigo. 
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 METODOLOGIA
A pesquisa adotou estratégia de pesquisa-ação de caráter iterativo, estruturada em ciclos de diagnóstico, 

intervenção, aprendizado e ajuste20. Foi conduzida ao longo de 12 meses, entre junho de 2024 e maio de 
2025, em empresa brasileira do setor de bens de consumo (anonimizada por concordância institucional). 
A intervenção foi organizada em quatro etapas: diagnóstico semiótico da categoria; inovação de produto; 
seleção da embaixadora e cocriação narrativa; e tradução discursiva com lançamento experiencial.

Para viabilizar a análise discursiva em escala, foram examinados 107.852 vídeos publicados no Brasil 
sobre produtos capilares, provenientes do YouTube, TikTok, Instagram e Kwai. Utilizou-se plataforma es-
pecializada na análise de conteúdo audiovisual, combinando visão computacional, processamento de lin-
guagem natural e modelos de similaridade, operando como infraestrutura analítica, não como substituto 
do julgamento humano.

Em todas as etapas, os critérios de clusterização foram definidos conceitualmente pela equipe antes do 
processamento algorítmico. Os resultados foram interpretados à luz do percurso gerativo de sentido e da 
teoria do campo de Bourdieu. Para reduzir possíveis vieses da plataforma, os resultados foram confronta-
dos com análises manuais de amostras. Os dados foram tratados de maneira agregada, sem identificação 
de usuários individuais.

A PESQUISA-AÇÃO EM QUATRO ETAPAS

 Etapa 1 – Diagnóstico semiótico da categoria
Toda disputa de mercado é, antes de mais nada, uma disputa de sentidos. Antes de decidir o que dizer, é 

preciso entender o que já está sendo dito, por quem, como e com qual efeito sobre o imaginário do público. 
A primeira etapa operou exatamente no nível fundamental do percurso gerativo: identificar as oposições 
semânticas que estruturavam a categoria.

Com suporte da plataforma de IA generativa Winnin, conteúdos foram agrupados em clusters por  
similaridades narrativas e temáticas, permitindo identificar padrões de discurso, signos dominantes e 
tensões culturais. O diagnóstico foi traduzido em um mapa semiótico: uma matriz 2×2 construída a partir 
de duas tensões centrais: naturalidade/biodiversidade versus tecnologia/ciência, e beleza próxima/diver-
sa versus beleza aspiracional/padronizada. O cruzamento dessas dimensões revelou quatro territórios 
simbólicos distintos, tornando visível onde as marcas da categoria estavam posicionadas e onde havia 
espaço para diferenciação.

Figura 1.

 Mapa semiótico da categoria de coloração capilar
Tecnologia/ciência Ativos naturais/biodiversidade

BELEZA ASPIRACIONAL/ PADRÃO
Concorrentes premium
Tecnologia + beleza aspiracional/padrão

Concorrente direto da marca
Ativos naturais + beleza aspiracional/padrão

BELEZA PRÓXIMA/DIVERSA
Concorrentes populares
Tecnologia + beleza próxima/diversa

Marca analisada (objetivo)
Ativos naturais + beleza próxima/diversa

Nota: Elaborado pelos autores com apoio de IA generativa.
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A marca analisada ocupava o território dos ativos naturais, mas o comunicava de maneira funcional e téc-
nica: “duração da cor após mais lavagens”, “cobertura perfeita”. Havia uma lacuna entre o território simbóli-
co pretendido e a narrativa efetivamente construída. Faltava uma história capaz de conectar biodiversidade, 
diversidade cultural e identidade das consumidoras brasileiras. Além das tensões simbólicas da categoria, 
a análise dos conteúdos revelou demandas recorrentes associadas à experiência de uso dos produtos. As 
consumidoras buscavam resultados que combinassem cobertura de cor, brilho, maciez e aparência saudá-
vel dos fios, sem o ressecamento típico da categoria. Definida a lacuna, o próximo passo era fazer, a partir do 
diagnóstico, uma proposta concreta de valor.

Etapa 2 – Inovação de produto a partir dos insights narrativos
O cruzamento dos insights do diagnóstico às possibilidades técnicas levou ao desenvolvimento de uma 

formulação inédita: a incorporação de óleos da flora brasileira diretamente ao processo de aplicação do pro-
duto, entregando hidratação simultânea à coloração.

Essa inovação, porém, ainda não estava completa. O posicionamento narrativo dependia de quem teria 
legitimidade para representar a marca. A definição dos ingredientes, dos significados associados ao pro-
duto e da própria narrativa exigia a participação de uma voz capaz de traduzir esse território simbólico 
para as consumidoras.

 Etapa 3 – Seleção da embaixadora por capital simbólico
A pergunta que orientou a seleção da embaixadora não era “quem tem mais seguidores?”. Era outra: 

quem tem autoridade para representar o território simbólico do quadrante definido no mapa semiótico? 
Quem pode convencer a consumidora de que, ao usar o produto, ela leva para os cabelos a força e o brilho da 
flora brasileira e, ao mesmo tempo, ter a percepção de que está contribuindo para a valorização da biodiver-
sidade? Essa distinção muda tudo.

Plataformas de análise de redes sociais mapearam perfis com alto engajamento orgânico, relevância na 
temática de beleza e potencial de influência junto ao público-alvo. Muitos apresentavam métricas robustas. 
Poucos possuíam a legitimidade simbólica necessária para ancorar a narrativa proposta.

A embaixadora escolhida foi uma mulher da região amazônica com trajetória em manifestações culturais 
regionais e projeção nacional. Seu capital cultural era incorporado, não apenas declarado: conhecimento 
das tradições amazônicas, participação em eventos de forte simbolismo e reconhecimento institucional de 
amplo alcance. Era ela quem tinha condições de propor o contrato simbólico à consumidora: a promessa 
(“este produto carrega a força da Amazônia”), a ação (a experiência de uso) e a sanção (o resultado valida-
do por alguém que vive essa cultura). Após a formalização da parceria, ela participou ativamente da co-
criação: sugeriu os ingredientes específicos da flora amazônica que deveriam compor o blend. Foi assim 
que o “blend de óleos da flora brasileira” se tornou “blend de óleos amazônicos”. Não foi uma decisão de  
marketing. Foi uma decisão de autenticidade.

 Etapa 4 – Tradução discursiva e lançamento experiencial
A quarta etapa correspondeu à materialização discursiva da narrativa: o nível discursivo do percurso 

gerativo. A agência desenvolveu um conceito criativo associando a nova linha a uma figura mítica amazôni-
ca contemporânea, combinando força, beleza e proteção da natureza. O lançamento aconteceu na própria 
Amazônia, em um evento liderado pela embaixadora e patrocinado pela marca. Ela convidou pessoalmente 
cerca de 200 influenciadores de diferentes tamanhos de audiência para experimentar a cultura amazônica: 
os sabores, as texturas, os rituais, a floresta. A marca não levou a Amazônia para São Paulo. Foi até ela. Essa 
escolha foi mais do que cenográfica. Se o produto incorporava ingredientes amazônicos, e a narrativa esta-
va ancorada na biodiversidade e na identidade cultural da região, fazia sentido que a experiência também 
fosse construída nesse território. A coerência entre produto, narrativa, embaixadora e experiência tornou 
visíveis os significados que a marca pretendia comunicar.
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A coerência entre os três níveis do percurso gerativo – o fundamental, que definiu o território simbólico 
da marca, o narrativo, estruturado em torno da embaixadora e do contrato simbólico proposto às consumi-
doras, e o discursivo, materializado na campanha e na experiência amazônica – é o que torna a narrativa 
resistente à percepção de artificialidade. A trajetória da embaixadora era consistente com o território sim-
bólico construído pela marca, e os 200 influenciadores convidados puderam experimentar esse universo de 
significados na pele, e não apenas por meio da comunicação da campanha.

 RESULTADOS
A Tabela 1 sintetiza as principais transformações observadas ao longo da intervenção. Mais do que mu-

danças pontuais de comunicação, os resultados indicam uma alteração na forma como a marca passou a ser 
percebida e narrada por diferentes atores do ecossistema digital. 

Dimensão Antes da intervenção Após a intervenção

Semântica 
dominante

“Sem amônia”, “vegana”, “bom 
custo-benefício”, “cobertura perfeita”

“Empoderada”, “diversidade”, 
“sustentável”, “banho de brilho”, 
“tintura das manas”

Perfil 
narrativo

Funcional, racional; centrado em 
segurança e performance técnica

Cultural, identitário, afetivo; centrado 
em pertencimento, biodiversidade 
e diversidade 

Origem 
dos conteúdos

Predominância de conteúdo produzido 
pela própria marca em seus canais; 
baixo volume de conteúdo orgânico 
gerado por terceiros

Crescimento expressivo de earned media; 
influenciadoras produzindo conteúdo 
espontâneo

Retorno 
do lançamento

Ausência de mobilização orgânica 
de alto alcance

Amplificação orgânica da narrativa, 
crescimento e earned media 

Posição 
no mapa

Polo dos ativos naturais, com 
comunicação predominantemente 
funcional e baixa diferenciação 
identitária

Polo dos ativos naturais, com narrativa 
ancorada em biodiversidade brasileira
e diversidade real 

Indicadores comparativos: antes e após a intervenção
Tabela 1.

Nota: Elaborado pelos autores com base em análise comparativa de conteúdo gerada pela plataforma de IA.

Antes da intervenção, a marca era descrita principalmente por atributos funcionais, como cobertura da 
cor, ausência de amônia ou custo-benefício. Após o lançamento, passaram a ganhar espaço temas relacio-
nados a diversidade, pertencimento, sustentabilidade e identidade cultural. A mudança sugere que a marca 
deixou de ser percebida apenas como uma solução funcional e passou a ocupar um território simbólico 
mais amplo e distintivo.



8 FGV EAESP |                             | SÃO PAULO | V. 25 N. 4 | 2026 | e94798 | eISSN 2965-0747EXECUTIVO GV

MARKETING DE INFLUÊNCIA: O QUE OS DADOS NÃO CAPTURAM

Influenciadores que participaram da experiência passaram a publicar espontaneamente sobre a marca, a 
Amazônia e os significados associados à campanha. Em termos de equivalência de mídia, o retorno orgâni-
co superou amplamente o investimento realizado. Apenas uma influenciadora convidada, com 19 milhões 
de seguidores, que publicou um post na frente do stand da marca, gerou um valor de mídia equivalente ao 
custo integral do evento.

Após a intervenção, a empresa encomendou a aplicação do framework em outras nove marcas do portfó-
lio, pertencentes a categorias e contextos distintos. Esse movimento sugere que o método desenvolvido se 
mostrou promissor.

FRAMEWORK OPERACIONAL

O framework organiza a construção de narrativas em três etapas que correspondem diretamente aos três 
níveis do percurso gerativo: diagnóstico semiótico (nível fundamental), estruturação narrativa (nível narra-
tivo) e materialização discursiva (nível discursivo). A IA entra como infraestrutura analítica em cada etapa, 
não como substituta do julgamento cultural.

Cada nível da pirâmide corresponde a uma etapa operacional. No nível fundamental, a marca mapeia as 
oposições semânticas da categoria e os territórios simbólicos disponíveis. O trabalho parte da coleta de con-
teúdos próprios e espontâneos, da clusterização desse material com apoio de plataforma de IA generativa 
e da construção de um mapa semiótico, do qual resultam o diagnóstico de territórios e a identificação das 
lacunas narrativas da marca. No nível narrativo, a marca define o programa narrativo: a promessa simbóli-
ca, o objeto de valor e os papéis de destinador e destinatário. É nesse nível que se seleciona o influenciador 
com capital cultural e legitimidade compatíveis com o território escolhido e se organiza a história em três 
atos, de modo que a promessa se traduza tanto no produto quanto na comunicação. No nível discursivo, a 
narrativa ganha forma concreta por tematização e figurativização, e a coerência entre os pontos de contato 
passa a ser monitorada, inclusive com apoio de IA, tendo o crescimento do alcance espontâneo como um 
dos indicadores de resultado.

Framework  operacional de construção de narrativas de marca
Figura 2.

Nível
discursivo

Nível 
narrativo

Nível 
fundamental

ETAPA 3 · Nível discursivo · Materializar a narrativa
Como fazer: traduzir a narrativa em temas e figuras concretas, monitorar 
coerência com apoio da IA, avaliar earned media.
Entregas: campanha consistente, coerência entre pontos de contato, 
crescimento do conteúdo espontâneo, presença dos valores-chave.

ETAPA 2 · Nível narrativo · Estruturar a história
Como fazer: definir promessa simbólica, selecionar influenciadora 
com legitimidade cultural, estruturar a narrativa em três atos: 
promessa, ação e sanção.
Entregas: narrativa em três atos, papel da influenciadora definido, 
promessa traduzida para comunicação.

ETAPA 1 · Nível fundamental · Diagnosticar o território simbólico
Como fazer: coletar conteúdos da marca e concorrentes, usar IA 
para agrupar padrões narrativos e construir mapa semiótico.
Entregas: mapa semiótico, territórios saturados, lacunas narrativas.



9 FGV EAESP |                             | SÃO PAULO | V. 25 N. 4 | 2026 | e94798 | eISSN 2965-0747EXECUTIVO GV

MARKETING DE INFLUÊNCIA: O QUE OS DADOS NÃO CAPTURAM

# Etapa Pergunta-chave para o gestor

1 Diagnóstico
Já sei como minha categoria é narrada nas redes, não pelo que eu digo, mas pelo 
que os outros dizem sobre ela? [ ]

2 Diagnóstico
Identifiquei as oposições semânticas fundamentais que estruturam o imaginário 
da minha categoria? [ ]

3 Diagnóstico Tenho um mapa semiótico com territórios disponíveis e saturados? [ ]

4 Narrativa
Minha promessa de marca está definida em termos simbólicos, 
não apenas funcionais? [ ]

5 Narrativa
Identifiquei quem tem capital cultural legítimo para exercer o papel de destinador 
perante meu público? [ ]

6 Influenciadores
Minha seleção de influenciador considera congruência simbólica e autoridade, 
além de métricas numéricas? [ ]

7 Influenciadores A embaixadora entrou na fase de construção da narrativa, e não só na execução? [ ]

8 Execução
Produto, comunicação e discurso dos influenciadores expressam de modo 
coerente o mesmo território simbólico? [ ]

9 Avaliação
Tenho indicadores qualitativos para monitorar a coerência narrativa 
ao longo do tempo? [ ]

10 Replicação O processo foi documentado de modo que possa ser aplicado a outras marcas do portfólio? [ ]

O aprendizado mais contraintuitivo do processo foi sobre timing: a embaixadora precisa entrar antes da 
campanha, não durante. Incluí-la na construção da narrativa, e não só na execução, foi o que garantiu a coerên-
cia entre os três níveis do percurso gerativo. É isso que torna o discurso resistente à percepção de artificialidade.

O framework não propõe ignorar métricas. Propõe subordiná-las a uma pergunta anterior e mais estraté-
gica: esse influenciador possui capital simbólico e autoridade cultural coerentes com o território que a marca 
deseja ocupar? Quando a resposta é positiva, as métricas tendem a ser consequência, não ponto de partida.

O método se aplica a macro, micro e nanoinfluenciadores, porque o critério que o organiza é a congruên-
cia simbólica, e não o tamanho da audiência. Capital simbólico e congruência não guardam relação neces-
sária com a contagem de seguidores, embora possam se refletir em indicadores de engajamento. Criadores 
culturalmente legítimos tendem a mobilizar respostas mais intensas e qualificadas de suas comunidades. 
Uma criadora regional com público relativamente pequeno pode carregar, dentro de um universo cultural 
específico, mais legitimidade de destinador do que uma celebridade nacional, justamente porque sua base, 
ainda que menor, coincide com a comunidade que valida aquele território.

A implementação do framework exige acesso a plataformas de análise de conteúdo audiovisual em es-
cala e capacidade interpretativa à luz do percurso gerativo. O custo é variável, mas tende a ser inferior ao 
desperdício gerado por parcerias culturalmente mal alinhadas. O modelo se aplica principalmente a cate-
gorias onde os significados culturais e identitários pesam na decisão de compra: beleza, moda, alimenta-
ção, lifestyle, cultura.

O checklist a seguir traz 10 perguntas sequenciais que cobrem o processo completo do framework, do 
diagnóstico ao monitoramento. Cada uma corresponde a uma etapa do framework e serve tanto para iniciar 
um novo projeto quanto para auditar uma estratégia em curso.

Nota: Elaborado pelos autores com apoio de IA generativa.

Checklist gerencial para construção de narrativas de marca com congruência simbólica
Tabela 2.
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 CONCLUSÃO
Este artigo partiu de um paradoxo e chegou a um checklist. O paradoxo é bem conhecido por quem tra-

balha com marketing de influência: nunca se teve tantos dados e, ao mesmo tempo, nunca foi tão difícil 
mensurar o que realmente importa. A hipótese desenvolvida ao longo da pesquisa é simples: o problema 
não está nos dados, mas nas perguntas. Métricas quantitativas ajudam a medir alcance e engajamento, mas 
não capturam, por si só, a legitimidade simbólica de um influenciador perante seu público. 

O percurso gerativo de sentido de Greimas forneceu ao processo uma estrutura capaz de conectar diag-
nóstico, narrativa e execução dentro do território simbólico. A teoria dos campos de Bourdieu permitiu 
compreender por que determinados influenciadores conseguem sustentar certas narrativas e outros não. 
Quando o habitus da embaixadora, o capital simbólico que ela mobiliza e o território narrativo da marca 
estão alinhados, a comunicação tende a ser percebida como mais autêntica e coerente.

A principal contribuição está na sistematização de um processo replicável. O framework traduz essa ló-
gica em três etapas e 10 perguntas, um método que pode ser usado por qualquer gestor em qualquer marca 
que opere em categorias culturalmente densas. 

As limitações do estudo precisam ser reconhecidas. A análise é baseada em um único caso, ainda que 
a aplicação posterior do framework em outras nove marcas do portfólio ofereça evidências iniciais de sua 
utilidade gerencial. Além disso, os resultados qualitativos são correlacionais, e não permitem estabelecer 
relações causais entre cada elemento da intervenção e os efeitos identificados. Pesquisas futuras poderão 
testar o framework em outras categorias, aprofundar o papel dos microinfluenciadores nessa dinâmica, 
desenvolver métricas de brand equity narrativo e explorar formas adicionais de validação externa.

Antes de perguntar quantos seguidores um influenciador tem, vale considerar uma questão anterior: 
qual capital simbólico ele carrega e qual é sua legitimidade para propor o contrato simbólico que a marca 
precisa firmar com os consumidores? Quando essa pergunta vira o ponto de partida, toda a lógica de seleção 
muda. O checklist é um primeiro passo para que essa mudança aconteça na prática.
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Resumo
Objetivo: desenvolver um framework prático para aprimorar a 
governança de fundos de investimento, com base em uma revisão 
sistemática de literatura de 149 estudos.

Estado da arte: a literatura mostra que incentivos, transparência, 
supervisão, gestão de riscos, ESG e engajamento afetam desempenho, 
alinhamento entre gestores e cotistas e proteção ao investidor, mas 
permanece fragmentada e pouco adaptada ao modelo regulatório brasileiro.

Escopo: foi realizada revisão sistemática de literatura com 149 estudos, 
combinando análise bibliométrica e codificação manual dos artigos por 
paradigma, nível de análise, mecanismos de governança e resultados, 
sintetizando evidências em seis pilares de boas práticas.

Originalidade: o artigo traduz achados acadêmicos dispersos em uma 
ferramenta pragmática de diagnóstico e implantação de governança para 
gestoras, ajustada às especificidades institucionais do mercado brasileiro.

Impactos: o framework apoia gestores, reguladores e investidores na 
redução de conflitos de agência, no fortalecimento da confiança e na 
construção de vantagens competitivas baseadas em governança.

Palavras-chave: governança de fundos de investimento, fundos 
de investimento, gestoras de recursos, estruturas de governança, 
investidores institucionais, stewardship.

ODS: 8 – Trabalho decente e crescimento econômico, 
16 – Paz, justiça e instituições eficazes.

Objective: Develop a practical framework to improve the governance of 
investment funds, based on a systematic literature review of 149 studies.

State of the art: The literature shows that incentives, transparency, 
boards, risk management, ESG and engagement influence 
performance, alignment between managers and investors, and 
investor protection, yet remains fragmented and poorly adapted 
to the Brazilian regulatory model.

Scope: A systematic literature review of 149 studies was conducted, 
combining bibliometric analysis and manual coding of the articles by 
paradigm, level of analysis, governance mechanisms and outcomes, 
synthesizing the evidence into six pillars of good practice.

Originality: The article translates scattered academic findings into a 
pragmatic tool for governance diagnosis and implementation tailored 
to the institutional specificities of the Brazilian fund industry.

Impacts: The framework supports managers, regulators and investors
 in reducing agency conflicts, strengthening trust and building 
governance-based competitive advantages.

Keywords: Fund governance, Investment funds, Asset managers, 
Governance structures, Institutional investors, Stewardship.

SDGs: 8 – Decent work and economic growth; 
16 – Peace, justice and strong institutions.

ABSTRACT

A
pesar do consenso de que a gover-
nança corporativa é um dos prin-
cipais determinantes de valor nas 
empresas investidas, não há a mes-
ma preocupação dos gestores de 

recursos em relação à governança dos pró-
prios fundos. Pesquisas com investidores 
institucionais indicam que 87% dos gesto-
res consideram a governança corporativa 
um fator crítico em suas decisões e que a 
maioria associa diretamente boas práticas 
de governança à redução de riscos e previ-
sibilidade de resultados1. No entanto, essa 
importância não se reflete quando o olhar 
se volta para a governança das gestoras e 
dos fundos. Apenas um terço dos gestores 
cita a própria governança entre as suas 
principais prioridades estratégicas, atrás 
de desempenho, expansão comercial e efi-
ciência operacional2.
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Do lado dos investidores, o padrão é semelhante. Pesquisas sobre comportamento de alocação indicam 
que mais de 70% das decisões de investimento são guiadas por desempenho, marca da gestora e custos, 
enquanto menos de 30% mencionam a governança da gestora ou do fundo como fator decisivo3.

Esse descompasso revela um paradoxo: todos concordam que governança importa, desde que seja a dos 
outros. Superar esse desequilíbrio exige compreender o que a literatura e as pesquisas de mercado revelam 
sobre governança de fundos e, principalmente, transformar esse conhecimento em ferramentas práticas 
para aprimorar as estruturas e processos das gestoras.

É nesse contexto que se insere o presente estudo. A partir de uma revisão sistemática de literatura, 
propõe-se uma contribuição original e mais abrangente que os códigos de melhores práticas e as recomen-
dações de mercado. Em vez de apenas listar princípios de governança, o artigo organiza as evidências aca-
dêmicas em um framework operacional, estruturado em pilares, ações sugeridas e indicadores-chave de go-
vernança (key governance indicators — KGIs), adaptados ao modelo regulatório brasileiro. Com isso, traduz 
um campo de pesquisa disperso em uma ferramenta prática que, além de apoiar gestoras na implantação 
de melhorias, oferece subsídios para investidores e reguladores avaliarem a qualidade das estruturas de 
governança e identificarem riscos na tomada de decisão.

METODOLOGIA
A revisão sistemática da literatura partiu da pesquisa de palavras-chave relacionadas à gover-

nança de fundos de investimento, obtidas em outras revisões de literatura sobre subtemas e tópicos  
correlatos. O escopo foi delimitado para análise de fundos líquidos, cujas estruturas de governança apre-
sentam diferenças relevantes em relação a veículos ilíquidos, como fundos de investimento em private 
equity e infraestrutura.

Foram utilizadas três bases de dados: Web of Science, EBSCO Business Source Complete e Scopus. A 
busca nas três bases localizou 1.142 artigos sobre o tema. Em seguida, aplicou-se um filtro que manteve 
apenas os artigos revisados por pares e escritos em inglês e excluiu os documentos duplicados. Com isso, a 
amostra caiu para 764 artigos. Na etapa seguinte, a análise de títulos e resumos permitiu excluir trabalhos 
não relacionados diretamente ao tema, e foram incluídos artigos considerados importantes por outras revi-
sões. A amostra final totalizou 149 artigos diretamente relacionados ao tema de governança em fundos de 
investimento.

Cada um dos 149 artigos foi codificado manualmente, em termos de paradigma, nível de análise, objeto 
de análise, conteúdo e aspecto de governança, bem como a respeito das variáveis dependentes, indepen-
dentes, moderadoras, mediadoras e de controle. Para codificar cada texto, foram consultados título, resumo 
e palavras-chave. Quando tais campos eram insuficientes, as demais seções foram lidas até que a codifi-
cação integral fosse finalizada. Com base nessa codificação, foi possível mapear o estado da arte do tema, 
revelar caminhos de desenvolvimento e derivar a estrutura do modelo de governança a ser implementado 
pelas gestoras.



4 FGV EAESP |                             | SÃO PAULO | V. 25 N. 4 | 2026 | e94743 | eISSN 2965-0747EXECUTIVO GV

COMO APRIMORAR A GOVERNANÇA DE FUNDOS DE INVESTIMENTO

ESTADO DA ARTE
A literatura sobre governança de fundos de investimento consolidou-se ao longo das últimas quatro dé-

cadas como um campo híbrido entre finanças, direito e teoria das organizações. O ponto de partida foram 
os modelos de teoria da agência4, que descrevem o conflito de interesses entre gestores e investidores e as 
dificuldades de monitorar decisões delegadas.

A literatura converge em três engrenagens centrais das boas práticas de governança: i) incentivos alinha-
dos ao desempenho de longo prazo; ii) estruturas de supervisão ativas e disciplinadoras; e iii) transparência 
sobre custos, riscos e critérios de decisão. Quando as três dimensões são consistentes, há redução dos con-
flitos de agência e melhor desempenho ajustado ao risco.

Fluxo de construção da amostra para revisão sistemática de literatura
Figura 1.

IN
CL

US
ÃO

EL
EG

IB
ILI

DA
DE

ID
EN

TIF
ICA

ÇÃ
O

Registros identificados a partir de:
   Web of Science (n = 554)
   Scopus (n = 357)
   EBSCO (n = 231)
   N = 1.142

Relatórios avaliados para elegibilidade
(n = 618)

Novos estudos incluídos na revisão
(n = 7)
Estudos incluídos na revisão
(n = 149)

Registros submetidos à triagem
(n = 764)

Registros removidos antes da triagem:
   Registros duplicados removidos (n = 378)

Registros excluídos
   Registros duplicados removidos manualmente (n = 4)

Relatórios excluídos:
   Outras variáveis que impactam o desempenho de
   fundos (n = 253)
   Impacto da governança s/ outros players (n = 124)
   Pesquisa sobre os ativos ao invés dos gestores (n = 92)
   Outros fatores que influenciam a atuação dos gestores
   (n = 65)
   Artigo sobre economia ou políticas publicas (n = 48)
   Fatores que influenciam o comportamento do
   investidor (n = 36)



5 FGV EAESP |                             | SÃO PAULO | V. 25 N. 4 | 2026 | e94743 | eISSN 2965-0747EXECUTIVO GV

COMO APRIMORAR A GOVERNANÇA DE FUNDOS DE INVESTIMENTO

Ao mesmo tempo, há divergências relevantes, uma vez que determinados mecanismos podem falhar ou 
gerar efeitos ambíguos: conselhos independentes que não exercem supervisão efetiva5; investimento do 
gestor em seus próprios fundos (skin in the game), que, em excesso, leva à priorização de seus interesses 
em detrimento da maximização de valor para investidores (entrincheiramento)6; selos ESG que sinalizam 
boas práticas sem correspondência nos resultados financeiros7; ou estruturas de remuneração orientadas 
ao curto prazo que ampliam o risco8. Adicionalmente, a maioria dos estudos foi produzida em países onde 
os fundos possuem boards fiduciários, o que limita a aplicação direta dos achados ao modelo brasileiro, 
baseado em estruturas condominiais sem fiduciários e com deveres explícitos perante o cotista9.

Em síntese, o estado da arte revela um consenso robusto de que o retorno sustentável de fundos de inves-
timento não deriva apenas de habilidade individual de gestão, mas da coerência e solidez das estruturas de 
governança que regulam incentivos, monitoramento e transparência na prestação de contas. No entanto, 
mostra que esse campo ainda é fragmentado, com evidências dispersas por temas e contextos regulatórios. 

Poucos trabalhos propõem ferramentas aplicadas que traduzam esse conhecimento acumulado em pro-
cessos de gestão adaptados à realidade dos fundos brasileiros. É justamente essa lacuna, entre a evidência 
acadêmica e a prática das gestoras, que o presente artigo busca preencher, ao organizar os achados em seis 
pilares interdependentes de governança e propor um framework de implantação, que serão detalhados na 
seção seguinte.

FRAMEWORK DE IMPLANTAÇÃO DAS PRÁTICAS DE GOVERNANÇA
	 Estruturado a partir da sistematização dos achados da literatura, o framework organiza os principais 

mecanismos de governança em seis pilares interdependentes, oferecendo diretrizes para sua aplicação e 
monitoramento (Figura 2). 

Pilares das boas práticas de governança em fundos de investimento
Figura 2.
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Alinhamento de interesses
A literatura mostra que o alinhamento entre gestores e cotistas é o núcleo da governança e um dos prin-

cipais determinantes do desempenho dos fundos. Em geral, incentivos mal desenhados levam gestores 
a priorizar resultados de curto prazo ou interesses próprios, em detrimento de decisões alinhadas aos  
objetivos do fundo.

Instrumentos como remuneração variável10, participação em equity11 e programas de stock options12 po-
dem contribuir para alinhar interesses e incentivar um monitoramento mais efetivo. Para isso, é necessário 
que esses mecanismos sejam desenhados de maneira coerente com os objetivos do fundo e seu horizonte 
de longo prazo. 

As taxas de performance também estão associadas à melhoria de desempenho e à disciplina da gestão13. 
Nesse caso, é fundamental definir as metodologias de cálculo e selecionar os benchmarks que reflitam as 
características do fundo e desestimulem a assunção de riscos incompatíveis com a estratégia.

O investimento do gestor nos próprios fundos também reforça o alinhamento de interesses14, mas seu 
efeito não é linear. Em níveis baixos e moderados, aproxima interesses; em níveis elevados, pode gerar en-
trincheiramento e priorização de interesses próprios do gestor15. Portanto, é necessário identificar o nível 
de skin in the game que promove alinhamento e formalizar a política de investimento nos próprios fundos.

Transparência e prestação de contas
A transparência e a prestação de contas são mecanismos centrais para a construção de confiança entre 

gestoras e cotistas. Em geral, fundos que divulgam informações de maneira clara e tempestiva tendem a 
atrair mais investidores e operar com menores custos.

Na literatura revisada, um primeiro conjunto de evidências trata da divulgação de custos e desempenho. 
A transparência permite que investidores comparem desempenho e taxas cobradas16, limita reajustes opor-
tunistas de custos e reduz decisões baseadas exclusivamente em desempenho passado17.  Nesse sentido, é 
essencial divulgar com clareza e regularidade informações sobre desempenho e custos.

Um segundo conjunto de evidências diz respeito à manipulação de métricas. Fundos com governança mais 
fraca tendem a manipular métricas operacionais, sobretudo antes de novas captações18, o que pode confundir 
investidores, que atribuem maior peso a métricas discricionárias em detrimento de indicadores auditados19. 
Assim, a clareza na divulgação de métricas de desempenho torna-se elemento crítico de governança.

Além disso, acordos de soft dollars — nos quais a gestora utiliza comissões de corretagem para pagar por ser-
viços como research ou dados — estão associados a aumento de custos e pior desempenho20. Portanto, é neces-
sário dar transparência a esses acordos e prestar contas sobre os benefícios efetivamente gerados aos fundos.

Há ainda evidências de que fundos mais engajados em assembleias de empresas investidas apresentam 
melhor desempenho e maior capacidade de monitoramento21. Assim, a divulgação de políticas de voto e da 
participação em assembleias contribui para fortalecer o controle pelos cotistas.

Estrutura e processos de governança
As estruturas e os processos de governança são determinantes para a qualidade das decisões na gestão de 

fundos. Contudo, grande parte das evidências da literatura está baseada em contextos com boards fiduciá-
rios independentes, o que exige adaptações ao modelo brasileiro, no qual o administrador, responsável por 
funções fiduciárias e operacionais, e o gestor, responsável pelas decisões de investimento, compartilham 
competências e deveres fiduciários.

Evidências mostram que não há consenso sobre a estrutura ideal de governança22. Porte, diversidade e 
independência podem influenciar desempenho e custos23, mas fatores como incentivos, distribuição de 
funções e qualidade dos membros tendem a ser mais relevantes do que a independência formal24. A mo-
tivação e a expertise dos participantes são determinantes para a efetividade das decisões25. Esses achados 
indicam que, no contexto brasileiro, a governança deve priorizar incentivos que alinhem interesses, divisão 
clara de funções nos órgãos supervisores e a qualidade dos participantes. 
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A governança também pode ser “contagiosa”, com a transferência de práticas entre organizações, im-
pactando custos, disciplina e captação26. Nesse sentido, a escolha de administradores reconhecidos pela 
qualidade de governança pode contribuir para difundir boas práticas e fortalecer a reputação institucional. 

Outro componente central são os processos de nomeação, avaliação e substituição de gestores. O nível 
de desempenho esperado de um gestor tende a aumentar ao longo do tempo, enquanto substituições de 
gestores mais jovens podem atrair captação e trocas de gestores experientes podem gerar resgates27. Essa 
dinâmica é influenciada pela estrutura de governança28 e pelo número de gestores envolvidos29. Portanto, é 
importante fortalecer os processos formais de avaliação e, em casos de substituição, comunicar com trans-
parência os motivos e impactos aos cotistas.

Gestão de riscos e integridade
Mecanismos de gestão de riscos e integridade são fundamentais para limitar condutas oportunistas e 

mitigar conflitos de agência, especialmente em contextos de alta assimetria de informações.
O regulamento dos fundos é um instrumento importante para delimitar a atuação dos gestores, mas não 

é suficiente30. É necessário implementar controles que evitem práticas como: i) a realização prematura de 
ganhos combinada com a manutenção de posições perdedoras, que distorce a alocação de capital31; ii) o 
comportamento de manada, no qual o gestor, sem convicção própria, ajusta a carteira em função dos movi-
mentos de mercado32; e iii) o subinvestimento em ativos-alvo, decorrente de falhas na gestão de liquidez33.

Determinadas práticas operacionais também exigem monitoramento específico e aprovação indepen-
dente. Transações com partes relacionadas podem resultar em condições não equitativas, favorecendo o 
gestor ou entidades ligadas, especialmente em períodos de maior restrição financeira34. Da mesma forma, 
operações entre fundos sob a mesma gestão (cross trading) podem ocorrer a preços desalinhados, benefi-
ciando um fundo em detrimento de outro35.

Também é essencial prevenir comportamentos ilícitos e o uso indevido de informações privilegiadas. 
Estruturas de remuneração alinhadas ao mercado, com componentes variáveis de longo prazo, benchmarks 
claros e regras que evitem a remuneração sobre ganhos previamente alcançados (linha d´água), ajudam a 
reduzir incentivos a ganhos oportunistas36. Adicionalmente, salvaguardas de governança, como políticas 
de confidencialidade, segregação de funções (Chinese wall) e restrições ao uso de informações de investido-
res institucionais, contribuem para mitigar riscos37. 

Por fim, mecanismos de fiscalização e transparência — incluindo supervisão regulatória, divulgação 
periódica de operações e monitoramento de conflitos de interesse — são essenciais para reduzir o risco 
de uso de informações provenientes de conexões políticas38. Canais de denúncia com proteção efetiva ao 
denunciante também devem ser mantidos para assegurar a identificação e o tratamento tempestivo de ir-
regularidades.

Sustentabilidade e responsabilidade fiduciária (ESG)
Mais recentemente, a governança passou a incorporar dimensões de sustentabilidade e responsabilida-

de fiduciária, com impactos crescentes sobre a legitimidade e o desempenho dos fundos.
Nesse contexto, incentivos para gestores de fundos sustentáveis devem considerar mecanismos especí-

ficos para compensar eventuais perdas de diversificação ou restrições no universo de investimento decor-
rentes de critérios ESG39, como a criação de uma remuneração variável adicional (green bonus) vinculada a 
metas ambientais, sociais e de governança.

Por outro lado, a literatura mostra que ratings ESG podem impactar a remuneração dos gestores inde-
pendentemente da performance financeira, inflando a compensação mesmo em cenários de baixo desem-
penho. Esse efeito reforça a necessidade de transparência e de vinculação clara entre taxas, desempenho 
econômico e metas ESG no longo prazo40.

Evidências indicam que, na ausência de incentivos adequados, gestores tendem a priorizar resulta-
dos econômicos tradicionais, o que reforça a importância de métricas que alinhem sustentabilidade e  
performance41. Nesse sentido, a exigência de investimento dos gestores nos próprios fundos sustentáveis 
contribui para o alinhamento de interesses e para a adoção mais eficiente de critérios ESG, com efeitos po-
sitivos sobre desempenho e risco das empresas investidas pelos fundos42.
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Além dos incentivos contratuais, instrumentos de sinalização também são relevantes para reduzir assi-
metrias de informação. Certificações independentes de sustentabilidade tendem a ser mais confiáveis do 
que autodeclarações, direcionando investidores para fundos efetivamente alinhados a padrões ESG43.

Relacionamento e engajamento com investidores
A qualidade da relação entre gestoras e investidores, especialmente institucionais, desempenha papel 

relevante na governança dos fundos. 
A presença ativa de investidores institucionais contribui para maior disciplina na gestão44 e reforça o 

alinhamento entre remuneração dos gestores e desempenho dos fundos45. O monitoramento ativo pode 
funcionar como freio a decisões oportunistas de expansão, sobretudo em contextos de excesso de caixa que 
levam ao “crescimento ruim” e à destruição de valor46. Nesse sentido, é importante fortalecer os canais de 
comunicação com o mercado e manter abertura ao diálogo com a comunidade de investimentos. 

No entanto, a efetividade desse monitoramento depende do perfil do investidor. Institucionais ativos e 
com visão de longo prazo tendem a reduzir ineficiências, enquanto players como hedge funds e fundos de 
pensão podem agravá-las, sobretudo em ambientes de maior assimetria de informações ou estresse finan-
ceiro47. Além disso, a presença de múltiplos investidores institucionais com interesses divergentes pode 
gerar conflitos48, destruição de valor e dependência de capital49. Diante disso, é fundamental monitorar o 
passivo dos fundos, acompanhar mudanças na base de investidores e antecipar a comunicação em momen-
tos de transição, reduzindo o risco de conflitos.

Por fim, a literatura ainda é limitada no que se refere ao relacionamento e engajamento entre gestores e 
investidores de varejo. Para esse perfil, aplicam-se especialmente as recomendações voltadas ao fortaleci-
mento da transparência e da prestação de contas.

A Tabela 1 resume os principais desafios, práticas recomendadas e KGIs em cada um dos seis pilares  
de governança.

Boas práticas em cada um dos pilares de governança em fundos de investimento
Tabela 1.

Pilar de governança Desafio central Práticas recomendadas Indicadores-chave de governança (KGIs)

Alinhamento 
de interesses

Evitar incentivos 
de curto prazo 
e interesses 
desalinhados

Estruturar remuneração variável, equity 
e stock options coerentes com objetivos e 
horizonte de longo prazo. 
Definir metodologia de cálculo de taxas 
de performance e benchmarks adequados 
ao fundo. 
Estabelecer política formal de investimento 
dos gestores nos próprios fundos, 
com definição do nível adequado de 
skin in the game.

Relação entre desempenho do fundo e 
remuneração variável. 
Aderência do benchmark às 
características do fundo. 
% de investimento do gestor no fundo e 
sua evolução ao longo do tempo. 
Evidências de assunção de risco 
compatível com a estratégia.

Transparência 
e prestação 
de Contas

Garantir 
informações 
claras, 
tempestivas e 
comparáveis

Divulgar informações de desempenho e 
custos com clareza e regularidade. 
Garantir consistência e auditabilidade 
das métricas divulgadas. 
Dar transparência aos acordos de 
soft dollars e seus benefícios. 
Divulgar políticas de voto e participação 
em assembleias.

Frequência e tempestividade da 
divulgação de relatórios. 
Grau de comparabilidade das 
métricas divulgadas. 
% de métricas auditadas vs. 
discricionárias. 
Transparência sobre custos indiretos 
(soft dollars). 
% de assembleias com voto divulgado.

(Continua)
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Boas práticas em cada um dos pilares de governança em fundos de investimento
Tabela 1. (Conclusão)

Pilar de governança Desafio central Práticas recomendadas Indicadores-chave de governança (KGIs)

Estrutura e 
processos de 
governança

Assegurar 
qualidade das 
decisões 

Definir claramente papéis e 
responsabilidades nos órgãos supervisores 
da governança. 
Priorizar qualidade, motivação e expertise 
dos participantes. 
Selecionar administradores com histórico 
de boa governança. 
Estruturar processos formais de avaliação 
e substituição de gestores.

Clareza na divisão de funções e 
responsabilidades. 
Qualificação e experiência dos 
membros da governança. 
Histórico e reputação 
do administrador. 
Frequência e formalização das 
avaliações de gestores. 
Transparência na comunicação de 
substituições e seus impactos.

Gestão de 
riscos e
integridade

Prevenir abusos 
e mitigar 
conflitos de 
interesse

Implementar controles para evitar práticas 
como realização prematura de ganhos, 
manutenção de perdas, comportamento de 
manada e falhas de liquidez. 
Estabelecer políticas formais para transações 
com partes relacionadas e cross trading, 
com aprovação independente. 
Estruturar remuneração com foco no longo 
prazo e mecanismos como linha d’água. 
Implementar políticas de confidencialidade, 
segregação de funções (Chinese wall) e 
restrições ao uso de informação. 
Manter canais de denúncia com proteção ao 
denunciante.

Evidências de padrões de venda com 
lucro vs. manutenção de perdas. 
Correlação de decisões com 
comportamento de mercado 
(indicador de manada). 
Ocorrência e condições de transações 
com partes. relacionadas e cross trading. 
Estrutura de remuneração (presença de 
linha d’água e foco de longo prazo). 
N. de denúncias e tempo 
de tratamento. 
Evidências de conflitos de interesse 
identificados e mitigados.

Sustentabilidade e 
responsabilidade 
fiduciária 
(ESG)

Integrar ESG 
sem gerar 
distorções de 
incentivos

Incorporar mecanismos de incentivo 
específicos, como green bonus. 
Garantir alinhamento entre remuneração, 
desempenho financeiro e metas ESG. 
Evitar dependência excessiva de ratings 
ESG na remuneração. 
Exigir investimento dos gestores nos 
próprios fundos ESG. 
Utilizar certificações independentes para 
sinalização ao mercado.

Presença de incentivos vinculados 
a metas ESG. 
Relação entre desempenho financeiro 
e remuneração total. 
Peso de ratings ESG na remuneração. 
% de investimento do gestor 
em fundos ESG. 
Existência de certificações 
independentes de sustentabilidade.

Relacionamento e 
engajamento com 
investidores

Fortalecer 
confiança e 
participação 
ativa dos 
cotistas

Fortalecer canais de comunicação com 
investidores. 
Estimular engajamento ativo, especialmente 
de institucionais de 
longo prazo. 
Monitorar perfil e concentração da base 
de investidores. 
Antecipar comunicação em mudanças 
relevantes (gestão, estratégia, eventos). 
Gerenciar conflitos entre investidores 
com interesses divergentes.

Número de interações estruturadas com 
investidores. 
Frequência de comunicações sobre 
eventos relevantes. 
Concentração e perfil da base 
de investidores. 
Evidências de influência dos 
investidores na disciplina financeira. 
Ocorrência de conflitos entre 
investidores e seus impactos.
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Etapas do processo de implantação
A transformação das boas práticas em rotinas organizacionais requer um processo contínuo e iterativo. Com base na aná-

lise das experiências internacionais e nos achados empíricos, propõe-se um ciclo de cinco etapas que orienta a implantação e 
consolidação das práticas de governança nas gestoras de fundos (Figura 3).

Diagnóstico de práticas atuais: levantamento das estruturas, políticas e processos existentes, identifi-
cação de lacunas e mapeamento do grau de maturidade da governança em cada pilar.
Definição de metas e KGIs: estabelecimento de objetivos mensuráveis e prazos para avanço em cada 
dimensão (incentivos, transparência, ESG etc.). Esta etapa inclui a seleção de métricas de desempenho, 
risco e engajamento de investidores.
Ajuste de estrutura e criação de comitês: implementação de comitês de governança, risco e auditoria; 
revisão de processos decisórios; e definição de papéis e responsabilidades claras entre gestora, admi-
nistradora e conselheiros.
Implementação e comunicação interna: integração das novas práticas à cultura organizacional, com 
treinamento, atualização de políticas e comunicação transparente entre as áreas. O sucesso da implan-
tação depende da adesão dos gestores e do engajamento da liderança.
Monitoramento e revisão anual: avaliação periódica do cumprimento das metas, revisão dos KGIs e 
ajustes necessários. A governança é dinâmica: deve evoluir continuamente conforme o contexto regu-
latório e as demandas dos cotistas.

Esse ciclo constitui um processo de aprendizado organizacional, mais próximo de um loop permanente 
do que de uma etapa pontual. Ao transformar práticas em rotinas e rotinas em cultura, a gestora cria um sis-
tema de governança capaz de sustentar desempenho superior, credibilidade e legitimidade no longo prazo.

CONSIDERAÇÕES FINAIS
	 A revisão mostra que a governança de fundos produz resultados quando incentivos, supervisão e 

transparência atuam de maneira integrada. Em conjunto, esses elementos criam disciplina, reduzem con-
flitos de agência e fortalecem a confiança dos cotistas.

O framework proposto traduz os achados da literatura em uma ferramenta prática para as gestoras, 
investidores e reguladores. Organizado em seis pilares, oferece ações e KGIs que permitem avaliar o grau 
de maturidade da governança e orientar sua evolução. Ao incorporar adaptações ao modelo regulatório 
brasileiro, que não conta com boards fiduciários, o framework contribui para a melhor governança no 
mercado financeiro brasileiro, suprindo lacunas nas estruturas de gestão e ampliando a capacidade de 
supervisão interna.

1.

2.

3.

4.

5.

Processo de implantação de boas práticas de governança em fundos de investimento
Figura 3.
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A experiência internacional reforça que governança não se consolida apenas com novas políticas, mas 
também com processos contínuos. Por isso, o modelo recomenda um ciclo estruturado de implantação: 
diagnóstico, definição de metas, ajustes organizacionais, integração à cultura e monitoramento recorrente. 
Essa abordagem permite que a gestora avance de um modelo centrado em conformidade para um modelo 
orientado por responsabilidade fiduciária.

Ao adotar boas práticas de maneira voluntária, as gestoras se adiantam às demandas de investidores e 
reguladores. Mais do que mitigar riscos, constroem reputação, ampliam previsibilidade e se diferenciam 
em qualidade e consistência das estruturas de governança.

Em síntese, a governança deixa de ser apenas um requisito regulatório e se torna um ativo estratégico. 
Gestoras que tratam incentivos, monitoramento e prestação de contas como parte central do seu modelo de 
negócios constroem vantagem competitiva sustentável e transmitem a confiança de que o desempenho não 
deriva apenas de habilidade individual de gestão, mas da coerência e robustez das estruturas de governança.
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